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UNIVERSIDADE FEDERAL DO RIO DE JANEIRO COMO PARTE
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Sistemas de posicionamento por satélite são utilizados em diversos contextos para
a localização de pessoas e objetos. Estes sistemas funcionam através da propagação
de ondas eletromagnéticas. Além dos fatores ambientais que afetam esta propagação
e, consequentemente, a acurácia da localização, uma desvantagem de tais sistemas
é o fato de que a perda da cobertura dos satélites torna a informação da posição
indispońıvel. Isto ocorre em alguns ambientes cobertos, como cânions geográficos e
urbanos, túneis e florestas. Com base neste contexto, este trabalho propõe um sis-
tema experimental de posicionamento que calcula estimativas da posição quando não
são recebidas posições através dos satélites. Informações anteriores obtidas através
de um sistema de posicionamento e leituras extráıdas de sensores foram aplicadas
em algoritmos de Aprendizado de Máquina com técnicas de pré-processamento, e
a melhor combinação de técnicas e parâmetros foi selecionada, a partir da qual foi
projetado um sistema experimental.
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Satellite positioning systems are used in various contexts for obtaining the lo-
cations of people and objects. These systems operate through the propagation of
electromagnetic waves. Aside from the environmental factors that affect this prop-
agation and, by consequence, affect the location accuracy, one disadvantage of such
systems is the fact that the loss of satellite coverage causes an unavailability of the
location. That occurs in ambients such as urban and geographic canyons, tunnels
and forests. Considering this context, this work proposes an experimental position-
ing system that calculates position estimates when no position is obtained through
the satellites. Past information obtained from a satellite positioning system and
readings extracted from sensores were applied in Machine Learning algorithms with
pre-processing techniques, and the best combination was selected. From this com-
bination, an experimental system was designed.
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2.2.18 Modelos com Erros Dinâmicos . . . . . . . . . . . . . . . . . . 19

2.2.19 Classi�ca�c~ao dos Modelos de S�eries Temporais . . . . . . . . . 20

2.3 Sele�c~ao de Modelos . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

vii



2.3.1 Tratamento de Tendências . . . . . . . . . . . . . . . . . . . . 21

2.3.2 An�alise da Autocorrela�c~ao . . . . . . . . . . . . . . . . . . . . 23

2.3.3 An�alise da Autocorrela�c~ao Parcial . . . . . . . . . . . . . . . . 24

2.3.4 Comportamentos Simulados dos Modelos Te�oricos N~ao-

Ex�ogenos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26

2.3.5 An�alise da Correla�c~ao Cruzada . . . . . . . . . . . . . . . . . 31

3 An�alise dos Dados Coletados 32

3.1 Equipamentos Utilizados . . . . . . . . . . . . . . . . . . . . . . . . . 32

3.1.1 Formato das Informa�c~oes Dispon��veis . . . . . . . . . . . . . . 34

3.2 Coleta dos Dados . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

3.3 An�alise do Conjunto de Dados . . . . . . . . . . . . . . . . . . . . . . 36

3.3.1 Posi�c~ao Geogr�a�ca . . . . . . . . . . . . . . . . . . . . . . . . 36

3.3.2 Sensores . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 43

3.3.3 An�alise da Correla�c~ao Cruzada . . . . . . . . . . . . . . . . . 47

4 T�ecnicas de Aprendizado de M�aquina 52

4.1 Algoritmos de Regress~ao . . . . . . . . . . . . . . . . . . . . . . . . . 52

4.1.1 Regress~ao Linear . . . . . . . . . . . . . . . . . . . . . . . . . 52

4.1.2 Rede Neural Arti�cial . . . . . . . . . . . . . . . . . . . . . . 54

4.2 T�ecnicas de Pr�e-Processamento . . . . . . . . . . . . . . . . . . . . . 63

4.2.1 Normaliza�c~ao . . . . . . . . . . . . . . . . . . . . . . . . . . . 64

4.2.2 Particionamento dos Dados por An�alise de Agrupamentos . . 64

4.3 Divis~oes dos Dados para Valida�c~ao dos Modelos . . . . . . . . . . . . 66

4.3.1 Valida�c~ao Simples . . . . . . . . . . . . . . . . . . . . . . . . . 67

4.3.2 Valida�c~ao Cruzada . . . . . . . . . . . . . . . . . . . . . . . . 67

5 Resultados 69

6 Conclus~ao e Trabalhos Futuros 83

A Conceitos B�asicos de Estat��stica e Modelos Probabil��sticos 85

A.1 Probabilidade . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 85

A.2 Espa�co Amostral . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 85

A.3 Vari�avel Aleat�oria Discreta . . . . . . . . . . . . . . . . . . . . . . . . 85

A.3.1 Densidade de Probabilidade . . . . . . . . . . . . . . . . . . . 86

A.3.2 Distribui�c~ao de Probabilidade . . . . . . . . . . . . . . . . . . 87

A.4 Vari�avel Aleat�oria Cont��nua . . . . . . . . . . . . . . . . . . . . . . . 87

A.4.1 Distribui�c~ao de Probabilidade . . . . . . . . . . . . . . . . . . 87

A.4.2 Densidade de Probabilidade . . . . . . . . . . . . . . . . . . . 87

A.5 Distribui�c~ao Normal ou Gaussiana . . . . . . . . . . . . . . . . . . . . 88

viii



A.6 Valor Esperado . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 88

A.6.1 Propriedades . . . . . . . . . . . . . . . . . . . . . . . . . . . 88

A.7 Momentos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 89

A.7.1 M�edia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 89
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Cap��tulo 1

Introdu�c~ao

Atualmente, sistemas de posicionamento por sat�elite s~ao utilizados em diversos con-

textos. Por exemplo, s~ao usados para localizar objetos, pessoas ou ve��culos no

mundo, para encontrar objetos perdidos, para aplica�c~oes de navega�c~ao e aplica�c~oes

que visam aumentar a seguran�ca no trânsito, tais como sistemas de preven�c~ao de

colis~oes [1].

Tais sistemas calculam a posi�c~ao com base no tempo de propaga�c~ao de ondas

eletromagn�eticas [2], emitidas a partir de um ou mais sat�elites a um receptor. As

coordenadas que indicam a posi�c~ao do receptor na Terra s~ao a latitude (distância

em graus do receptor ao Equador, que varia de 0 a 90o para norte e para sul) e a

latitude (distância em graus do receptor ao Meridiano de Greenwich, que varia de 0

a 180o para leste e para oeste).

Atualmente, existem quatro sistemas de posicionamento por sat�elite dispon��veis

no mundo: o americano GPS (Global Positioning System), o russo GLONASS (sigla

para Globalnaya Navigatsionnaya Sputnikovaya Sistema, russo para Sistema de Na-

vega�c~ao Global por Sat�elite), o europeu GALILEO e o chinês BeiDou. A diferen�ca

principal entre estes sistemas s~ao as constela�c~oes de sat�elites �as quais cada um destes

possui acesso.

Existem v�arios fatores ambientais e relativos aos equipamentos que afetam o

desempenho destes sistemas [2]. Os fatores abaixo afetam a precis~ao e a acur�acia

da posi�c~ao obtida:

� Camadas da atmosfera terrestre: a troposfera e a ionosfera causam desvios no

sinal propagado;

� Condi�c~oes do tempo atmosf�erico: nuvens podem causar desvios adicionais nos

sinais eletromagn�eticos, prejudicando a transmiss~ao dos sinais;

� Efeito de m�ultiplos caminhos (ou multicaminho): re
ex~oes de ondas eletro-

magn�eticas por objetos, pr�edios, �arvores e os desvios causados pela atmosfera
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fazem com que o sinal emitido pelo sat�elite possa chegar �a antena do recep-

tor por mais de um caminho, causando a recep�c~ao de dois ou mais pulsos

do mesmo sinal; esses pulsos podem ter diferen�cas de fase entre si, causando

interferências que geram ru��dos e contribuem para a atenua�c~ao do sinal;

� Atrasos nos rel�ogios dos sat�elites: os rel�ogios dos sat�elites s~ao usados para

medir o tempo de propaga�c~ao, e a acur�acia dos mesmos afeta a acur�acia da

posi�c~ao calculada;

� Erros nas posi�c~oes dos sat�elites (ouephemeris): os sat�elites tamb�em possuem

sensores que indicam as suas posi�c~oes, usados para determinar a posi�c~ao do

receptor em rela�c~ao a eles com base no tempo de propaga�c~ao dos sinais envia-

dos; a precis~ao e a acur�acia dos mesmos afetam a precis~ao e a acur�acia �nais

obtidas.

Sistemas baseados em sat�elites tamb�em s~ao sujeitos �a perda de cobertura em

alguns ambientes, como 
orestas muito densas, t�uneis e cânions (geogr�a�cos e ur-

banos), o que impede a comunica�c~ao entre sat�elite e receptor. Este �e um problema

especialmente grave, porque prejudica ou impede o funcionamento de aplica�c~oes

que dependem dos dados de posi�c~ao, dependendo da dura�c~ao da indisponibilidade,

e porque, no caso de aplica�c~oes que envolvam seguran�ca no trânsito ou condu�c~ao

autônoma de ve��culos, aumenta o risco de acidentes.

A possibilidade da perda de cobertura �e uma limita�c~ao de qualquer aplica�c~ao que

utilize tais sistemas como o �unico m�etodo de posicionamento e, por isso, boa parte

das aplica�c~oes que demandam um alto grau de disponibilidade (principalmente vol-

tadas �a seguran�ca no trânsito) empregam outros sensores para obter a localiza�c~ao

relativa, tais como sensores de proximidade com ultrassom ou lasers, LiDARs (Light

Detection And Ranging) e câmeras. Por outro lado, reduzir a quantidade de sen-

sores usados em uma aplica�c~ao reduz os custos, a complexidade da instala�c~ao dos

equipamentos e diminui o consumo de energia.

Com base nesse contexto, este trabalho visa projetar um sistema que forne�ca a

localiza�c~ao em tempo real, seja tolerante �as poss��veis perdas de sinal e mantenha a

precis~ao em um n��vel aceit�avel para aplica�c~oes dependentes da posi�c~ao geogr�a�ca.

Al�em disto, um aspecto importante deste sistema �e utilizar sensores j�a dispon��veis, de

modo a evitar custos adicionais. O funcionamento desejado �e que o sistema consiga

construir uma trajet�oria aproximada para o objeto de interesse durante um per��odo

de ausência de cobertura. Ou seja: enquanto h�a posi�c~oes dispon��veis atrav�es de um

sistema de posicionamento por sat�elite, o sistema deve \aprender" o comportamento

das leituras dos sensores. Quando perde-se a cobertura dos sat�elites, o sistema deve,

a partir apenas das leituras atuais dos sensores e do aprendizado anterior, predizer

a trajet�oria do ve��culo sem aux��lio do sistema de navega�c~ao.
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Um dos procedimentos que se pode utilizar para construir um modelo que realize

estas predi�c~oes �e atrav�es de algoritmos de Aprendizado de M�aquina. Aprendizado

de M�aquina �e uma sub�area da Inteligência Arti�cial, cujo objetivo geral �e fazer

com que um sistema computacional aprenda a realizar uma tarefa, por meio de

simula�c~oes da tarefa em quest~ao e do emprego de uma m�etrica de desempenho que

possa orientar um algoritmo de aprendizado. Para isto, esta �area emprega uma

fam��lia de algoritmos, que buscam resolver três classes de problemas diferentes:

� Aprendizado Supervisionado: a um computador se apresenta exemplos de en-

tradas e sa��das (resultados) desejados, com o objetivo de que ele aprenda uma

regra geral que relacione entradas e sa��das;

� Aprendizado N~ao-Supervisionado: nenhum tipo de resultado esperado �e for-

necido; a tarefa realizada pelo computador �e encontrar estruturas e padr~oes

nos dados fornecidos;

� Aprendizado por Refor�co: um sistema �e posto para interagir com um ambiente

dinâmico, no qual ele deve realizar uma tarefa; �a medida que ele realiza a�c~oes

baseadas no seu conhecimento at�e o momento, o ambiente envia respostas

(positivas ou negativas), que causam ajustes nos parâmetros do sistema.

Figura 1.1: Divis~ao dos Algoritmos de Aprendizado de M�aquina.

A Figura 1.1 apresenta a divis~ao dos tipos de algoritmos de Aprendizado de

M�aquina. Dado que h�a dispon��veis entradas (sensores) e sa��das (posi�c~oes) desejados,

e que o objetivo do sistema �e utilizar uma regra que o permita realizar predi�c~oes

das sa��das, o sub-ramo da Inteligência Computacional de interesse �e o Aprendizado

Supervisionado. Para este ramo, diz-se que um algoritmo gera um modelo ap�os ser

treinado com os dados fornecidos.

O Aprendizado Supervisionado divide-se ainda em dois sub-ramos:
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� Regress~ao: com um conjunto de entradas, deseja-se estimar o valor num�erico

das sa��das desejadas; as m�etricas de desempenho s~ao medidas para quanti�car

o erro de predi�c~ao;

� Classi�ca�c~ao: deseja-se determinar dentro de qual categoria (ou classe) se

enquadra um conjunto de valores de entradas - esta �e a sa��da desejada; as

m�etricas de desempenho s~ao fun�c~oes das taxas de acertos e taxas de erros

para cada classe.

Uma vez que o objetivo no cen�ario em quest~ao (predi�c~ao da trajet�oria) �e estimar

as coordenadas, que possuem valores num�ericos, o problema que se deseja resolver

�e o de Regress~ao.

Como mencionado nos par�agrafos anteriores, as t�ecnicas de Aprendizado de

M�aquina dependem de dados fornecidos ao sistema computacional. Uma con-

sequência disto �e que a qualidade das regras constru��das depende diretamente da

qualidade e da quantidade dos dados fornecidos. Dados muitoimprecisos(por exem-

plo, com muito ru��do) podem afetar a e�ciência do sistema de aprendizado. Se os

tipos de informa�c~oes fornecidos forem insu�cientes para se construir uma regra ade-

quada, o algoritmo tamb�em n~ao conseguir�a gerar um modelo muito e�ciente. Por

outro lado, adicionar muitos tipos de informa�c~oesn~ao-correlacionadascom a sa��da

desejada pode interferir negativamente na e�ciência. Al�em disto, a qualidade da

regra �e diretamente proporcional �a quantidade de leituras fornecidas. Apropor�c~ao

entre os diferentes tipos de leituras tamb�em afeta a precis~ao do modelo - por exem-

plo, se o sistema proposto aqui for alimentado com muitas leituras extra��das de

ve��culos em alta velocidade, suas predi�c~oes para ve��culos em baixa velocidade ou

parados podem �car prejudicadas. Al�em disso, alguns modelos, como ser�a visto nos

pr�oximos cap��tulos, s~ao sens��veis �aescalados dados (o intervalo entre o maior e o

menor valor assumido).

Para suavizar estes efeitos do conjunto de dados no desempenho, existem diver-

sos m�etodos de pr�e-processamento. Alguns m�etodos ser~ao utilizados e ser~ao menci-

onados mais adiante. Al�em disto, para selecionar as vari�aveis de entrada, pode-se

utilizar m�etricas de correla�c~ao [3].

Cada tipo de modelo possui uma lei de forma�c~ao de regras. Por exemplo, alguns

algoritmos estimam rela�c~oes lineares entre entradas e sa��das, outros estimam rela�c~oes

polinomiais, e outros modelos calculam aproxima�c~oes por meio de outros tipos de

rela�c~oes n~ao-lineares. A rela�c~ao entre os dados depende do problema, portanto, o

melhor algoritmo depende do caso. Gerar modelos que n~ao est~ao de acordo com o

comportamento real geram previs~oes com menos acur�acia, gerando dois fenômenos:

� Under�tting ou subajuste: ocorre quando o algoritmo gera um modelo menos

complexo que a rela�c~ao real { um exemplo �e aproximar uma rela�c~ao polinomial
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(como ax2) por uma equa�c~ao linear (comoax + b) {, e se manifesta por meio

de um desempenho n~ao-satisfat�orio;

� Over�tting ou sobreajuste: ocorre quando o algoritmo gera um modelo mais

complexo que a rela�c~ao real; este problema se manifesta quando as previs~oes

possuem bons desempenhos em dados conhecidos pelo modelo (os mesmos

dados usados para o treino) e desempenhos insatisfat�orios em dados desconhe-

cidos (o que indica que o modelo \memorizou" os dados usados no treinamento

e apresenta baixa capacidade de generaliza�c~ao).

Para identi�car o melhor tipo de modelo, uma das maneiras mais simples �e testar

diversos candidatos no mesmo conjunto de dados e veri�car qual apresenta o melhor

desempenho. Dois algoritmos foram escolhidos neste projeto, um que gera regras

lineares (Regress~ao Linear) e um aproximador de fun�c~oes n~ao-lineares (Rede Neural

Arti�cial). O desempenho deles ser�a comparado neste trabalho.

Um outro efeito interessante a se investigar �e a dependência do valor das coor-

denadas em rela�c~ao a valores anteriores das mesmas. Dado que �e poss��vel, durante

o funcionamento do sistema, armazenar valores obtidos quando h�a cobertura dos

sat�elites e devido �a existência de informa�c~oes auxiliares (os sensores), cujos valores

anteriores tamb�em podem ser armazenados se necess�ario, uma poss��vel modelagem

interessante para o problema �e a modelagem como um sistema dinâmico. Sistemas

dinâmicos s~ao modelados como modelos de s�eries temporais, um ramo da estat��stica

que explora a rela�c~ao entre o valor atual de uma vari�avel com informa�c~oes do pas-

sado, muito utilizado em sistemas dinâmicos e na econometria. Existem diversas

maneiras de modelar sistemas dinâmicos, e estas ser~ao descritas e comparadas nos

pr�oximos cap��tulos. As modelagens ser~ao implementadas pelos algoritmos de re-

gress~ao mencionados no par�agrafo anterior.

O resultado �nal da an�alise �e o projeto de um sistema de navega�c~ao cega que:

� Monitora periodicamente o receptor de um sistema de posicionamento por

sat�elite, aguardando uma posi�c~ao nova;

� Monitora periodicamente os sensores, armazenando uma quantidade a ser de-

terminada de leituras mais recentes;

� Armazena, caso necess�ario, uma eventual nova posi�c~ao recebida do receptor;

� Estima, no caso de n~ao haver uma posi�c~ao nova, a posi�c~ao atual do ve��culo

com base nas leituras dos sensores e nas posi�c~oes anteriores.
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1.1 Trabalhos Relacionados

Existem diversos trabalhos com o objetivo de prover a localiza�c~ao geogr�a�ca no

caso de uma falha de cobertura. O popular aplicativo de navega�c~aoWaze possui

um projeto chamadoWaze Beacons, que instala microcontroladores (oubeacons)

de baixo custo da fabricanteBluvision com comunica�c~oesBluetooth em t�uneis para

prover a localiza�c~ao geogr�a�ca dentro dos mesmos e possibilitar aos usu�arios a pu-

blica�c~ao de alertas sobre as condi�c~oes de trânsito no interior dos t�uneis. O projeto

j�a est�a implementado em algumas cidades em parceria com seus governos, como

Haifa (Israel), Chicago (Estados Unidos) e Rio de Janeiro (Brasil). Por meio das

comunica�c~oes entre osbeaconse ossmartphonesdos usu�arios, o aplicativo estima

a posi�c~ao do usu�ario. Cada beacon custa US$ 28,50, e owebsitedo Waze informa

que s~ao necess�arios aproximadamente 42beaconspor milha de um t�unel. Os beacons

possuem uma bateria com dura�c~ao entre 5 e 6 anos [4][5][6]. A desvantagem deste

tipo de abordagem �e a necessidade de instalar dispositivos auxiliares, o que implica

em custos adicionais. Utilizando os valores fornecidos pelo Waze, pode-se concluir

que o custo de instalar os dispositivos para cobrir um t�unel �e aproximadamente 8033

reais por quilômetro.

O trabalho de Mascharka [7] segue uma abordagem parecida com oWaze Bea-

cons para localizar pessoas em ambientes fechados: utiliza pontos de acessoWi-Fi

localizados no interior de um pr�edio, que se comunicam com osmartphonede um

usu�ario. Por meio destas comunica�c~oes, o sistema extrai a potência do sinal recebido

por cada ponto de acesso. O sistema fornece estes dados e os valores fornecidos por

sensores inerciais dosmartphone(acelerômetro, magnetômetro, sensores de rota�c~ao

e sensores de orienta�c~ao) a um algoritmo de Aprendizado de M�aquina para que a

posi�c~ao seja estimada. A abordagem oferece erros de no m�aximo três metros para

a previs~ao da posi�c~ao de um usu�ario parado e de no m�aximo 10.15 metros na esti-

mativa da localiza�c~ao de um usu�ario em movimento. A abordagem tem a mesma

limita�c~ao do Waze Beacons: a dependência de uma infraestrutura externa. Al�em

disto, o trabalho n~ao indica qual �e o desempenho do sistema no caso de uma falha

de cobertura que dure mais que um instante de atualiza�c~ao do sistema de posici-

onamento por sat�elite utilizado; cada estimativa foi feita possuindo-se as posi�c~oes

verdadeiras anteriores. Tamb�em �e importante notar que este trabalho opera em um

ambiente diferente do veicular: os pedestres apresentam velocidades muito mais bai-

xas que as dos ve��culos, e j�a foi poss��vel se observar um aumento signi�cativo no erro

quando as estimativas foram feitas com um pedestre em movimento, o que indica

que o ambiente veicular poderia oferecer erros maiores com a mesma abordagem.

O trabalho de Pinto Neto [8] �e uma proposta recente de navega�c~ao cega. Utiliza

um conjunto de modelos treinados pelo algoritmo de regress~ao linear para estimar as
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posi�c~oes. A partir de sensores de frequências de rota�c~ao das rodas de um ve��culo, �e

determinado o tipo de trajet�oria realizado pelo carro, e as estimativas s~ao calculadas

pelo modelo que foi treinado com posi�c~oes e leituras de sensores correspondentes a

este tipo de trajet�oria. Para prever a trajet�oria de um ve��culo, �e necess�ario utilizar

dados de posi�c~oes anteriores, o que causa um ac�umulo dos erros das consecutivas

predi�c~oes. Para contornar este problema, o trabalho utiliza um fator de corre�c~ao

dinâmico periodicamente ajustado.

Belhajem [9] possui um outro trabalho recente na �area. Utiliza um modelo n~ao-

linear de predi�c~ao, o Filtro de Kalman Estendido (ouExtended Kalman Filter) para

prever a localiza�c~ao a partir de um acelerômetro e um girosc�opio. As estimativas

a partir deste algoritmo apresentam um erro rapidamente cumulativo. Para com-

pensar o crescimento do erro, o sistema proposto no seu trabalho calcula fatores de

corre�c~ao dinâmicos atrav�es de uma Rede Neural Arti�cial. Os resultados apresentam

erros abaixo de 1 metro.

1.2 Organiza�c~ao do Trabalho

O restante do trabalho est�a organizado da seguinte forma. O Cap��tulo 2 descreve

as modelagens est�aticas (sem dependências com o passado) e dinâmicas (modelos

de s�eries temporais), bem como os crit�erios utilizados para selecionar os melhores

candidatos a modelos e os conceitos nos quais eles se baseiam. A partir dos conceitos

trabalhados, o Cap��tulo 3 discorre sobre os dados coletados para a simula�c~ao de um

prot�otipo do sistema - o processo de coleta, os equipamentos utilizados e a an�alise dos

mesmos de acordo com os crit�erios descritos no Cap��tulo 2 -, al�em de indicar quais

s~ao os poss��veis candidatos para modelagens do sistema. O Cap��tulo 4 descreve as

t�ecnicas de Aprendizado de M�aquina que ser~ao utilizadas para calcular as estimativas

de acordo com as modelagens selecionadas - os algoritmos de regress~ao e os m�etodos

de pr�e-processamento. Com as conclus~oes do Cap��tulo 3 e os algoritmos descritos

no Cap��tulo 4, o Cap��tulo 5 descreve as simula�c~oes realizadas com os candidatos

a modelos para o sistema e discute os resultados obtidos. Por �m, o Cap��tulo 6

apresenta as conclus~oes deste projeto de �m de curso e aponta poss��veis trabalhos

futuros.
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Cap��tulo 2

Modelos Est�aticos e Dinâmicos

Este cap��tulo descreve os candidatos a modelos matem�aticos e algoritmos para cal-

cular as estimativas das posi�c~oes e os conceitos necess�arios para analis�a-los e sele-

cion�a-los. Como mencionado na introdu�c~ao deste trabalho, h�a dois tipos poss��veis de

abordagem: modelos est�aticos, que n~ao consideram dependências com o passado, e

modelos dinâmicos, que consideram informa�c~oes obtidas no passado. Neste cap��tulo,

descreve-se com mais detalhes os dois tipos de abordagens. Por �m, na �ultima se�c~ao

deste cap��tulo s~ao apresentadas as diferentes m�etricas que podem ser utilizadas para

a avalia�c~ao dos modelos.

2.1 Modelos Est�aticos

Esta classe de modelos �e chamadaest�atica por n~ao considerar dependências dos

valores anteriores da posi�c~ao ou dos sensores, utilizando apenas os valores mais

recentes. Um modelo est�atico pode ser representado matematicamente como:

y(t) = F (x1(t); x2(t); : : : ; xn (t); � (t)) ; (2.1)

onde y �e a vari�avel que se deseja estimar, as vari�aveisx i s~ao as grandezas a partir

das quais se estima o valor dey, � (t) �e um termo aleat�orio que representa o erro de

predi�c~ao eF �e alguma fun�c~ao que indica a rela�c~ao entre as vari�aveis. Esta abordagem

d�a origem a dois tipos gerais de modelos: um modelo est�atico linear e um modelo

est�atico n~ao-linear. Este tipo de modelo tamb�em �e conhecido na literatura como

regress~ao de s�eries temporais.

2.2 Modelos Dinâmicos

Modelos dinâmicos expressam o comportamento de uma vari�avel em fun�c~ao do seu

valor atual e de informa�c~oes do passado. Por isto, podem ser representados como
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modelos des�eries temporais, que preveem o valor da vari�avel de interesse em fun�c~ao

dos valores de três tipos de grandezas diferentes em uma quantidade arbitr�aria de

instantes:

� Valores anteriores da vari�avel objetivo;

� Termos de ru��do branco;

� Entradas ex�ogenas (outras grandezas - elas mesmas s�eries temporais - que

in
uenciam no comportamento da vari�avel objetivo).

Por isto, s~ao tipos de modelos interessantes para a aplica�c~ao em sistemas de

comportamento dinâmico como o proposto neste trabalho. Esta se�c~ao apresenta,

em primeiro lugar, a de�ni�c~ao formal de uma s�erie temporal e caracter��sticas de

interesse usadas na de�ni�c~ao dos modelos e de suas an�alises. A seguir, descreve-se

os diferentes tipos de modelos dinâmicos. Uma resumida descri�c~ao dos conceitos

de probabilidade e estat��stica utilizados nesta se�c~ao encontra-se no Apêndice A. A

discuss~ao feita nesta se�c~ao �e baseada no exposto por Shumway [10] e Hyndman [11].

2.2.1 De�ni�c~ao de uma S�erie Temporal

Uma s�erie temporal �e uma sequência de valores associada a um processo, repre-

sentado por uma vari�avel de interesse. O valor desta vari�avel depende do instante

(tempo) de execu�c~ao deste processo. Matematicamente, isto pode ser de�nido como

o conjunto S : [x(1); x(2); : : : ; x(t)], no qual x �e a vari�avel de interesse e o seu ar-

gumento �e o instante no qual um valor parax foi obtido. O comportamento deste

processo pode ser descrito em fun�c~ao de diferentes termos do passado, como men-

cionado anteriormente, e as dependências destes termos pode ser veri�cada atrav�es

das m�etricas de correla�c~ao, apresentadas a seguir.

2.2.2 �Indice de Correla�c~ao de Pearson

O ��ndice de correla�c~ao de Pearson �e uma m�etrica que determina a dependência entre

duas vari�aveis x e y. Ele �e calculado a partir de um conjunto de observa�c~oes das

duas vari�aveis obtidas em diversos instantes. Seu valor pode ser calculado como:

r (x; y) =
1
n

P n
i =1 (x i � � x )(yi � � y)

[ 1
n

P n
i =1 (x i � � x )2]1=2[ 1

n

P n
i =1 (yi � � y)2]1=2

; (2.2)

r (x; y) =
Cx;y

� x � y
; (2.3)

onde� x e � y s~ao as m�edias dex e y, � x e � y s~ao os desvios padr~ao dex e y e Cx;y �e

a covariância entrex e y.
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O valor der varia no intervalo [� 1; +1]. Valores grandes do m�odulo der indicam

uma dependência signi�cativa entre as duas vari�aveis, e valores der pr�oximos de

zero indicam que a dependência n~ao �e signi�cativa ou �e inexistente. No entanto,

necessita-se determinar os limiares a partir dos quais o valor da correla�c~ao indica

uma dependência signi�cativa.

Para isso, suponha a existência de duas vari�aveisa e b. Caso elas sejam indepen-

dentes e randômicas, o valor esperado para a correla�c~ao �e 0. No entanto, se as duas

vari�aveis forem simuladas e um n�umero �nito (N ) de pares (x; y) for gerado, pode-se

obter valores para a correla�c~ao diferentes de 0, dado que a amostra obtida pode n~ao

ser representativa o su�ciente. Al�em disso, de acordo com Shumway [10], se este

processo for realizado diversas vezes e extrair-se o valor da correla�c~ao, ser�a poss��vel

concluir que o valor da correla�c~ao segue uma distribui�c~ao normal, com m�edia nula

e desvio padr~ao de� r = 1=
p

N .

Com esta informa�c~ao, gera-se um m�etodo para determinar se os valores de cor-

rela�c~ao s~ao signi�cativos ou n~ao. Um valor considerado signi�cativo est�a fora do

intervalo [� 2=
p

N; +2=
p

N ] (ou mais ou menos dois desvios padr~ao). Este intervalo

�e uma aproxima�c~ao do intervalo de con�an�ca de 95% da correla�c~ao. Observe que

95% �e um valor usualmente adotado como n��vel de con�an�ca.

A medida de correla�c~ao, para qualquer modelo de Aprendizado de M�aquina, �e

utilizado para dois prop�ositos, de acordo com Hastie [3]:

� Determinar se h�a uma dependência relevante entre vari�aveis de sa��da e

vari�aveis de entrada; apenas as vari�aveis de entrada das quais a vari�avel de

sa��da dependa signi�cativamente devem ser utilizadas;

� Determinar se h�a correla�c~oes entre as vari�aveis de entrada. Valores muito altos

de correla�c~ao entre duas vari�aveis de entrada s~ao um indicativo de que uma

das duas pode ser eliminada.

No caso de uma s�erie temporal, como se deseja prever o valor atual de uma

vari�avel usando os seus valores anteriores, um dos procedimentos usados na an�alise

da s�erie �e veri�car a correla�c~ao do valor atual com seus valores anteriores; esta

m�etrica se chama autocorrela�c~ao e �e descrita a seguir.

2.2.3 Autocorrela�c~ao

A autocorrela�c~ao de uma s�erie temporal �e a correla�c~ao entre o valor atual da vari�avel

objetivo (x(t)) e o valor da mesma vari�avel atrasado dek unidades de tempo (x(t �

k)). Se houverN valores dispon��veis para uma vari�avel, podemos montarN � k

pares de valores do tipo (x(t); x(t � k)) - dado que a s�erie foi atrasada dek unidades
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-, onde t = 1; :::; N � k, e, com estes pares, pode-se calcular a autocorrela�c~ao da

seguinte forma, em fun�c~ao do atrasok:

r (x; k) = r (x(t); x(t � k)) (2.4)

r (x; k) =
1

N � k
1
� 2

x

N � kX

t=1

(x(t) � � x )(x(t + k) � � x ); (2.5)

ou, resumidamente:

r (x; k) =
ACx (k)

� 2
x

; (2.6)

sendo� x e � x , respectivamente, a m�edia e a variância da vari�avelx, e ACx (k) a

fun�c~ao de autocovariância dex com um atrasok. Um gr�a�co que exibe valores de

autocorrela�c~ao por valores de atraso �e chamado deautocorrelograma.

Os intervalos de signi�cância de um autocorrelograma s~ao calculados da mesma

forma que na medida de correla�c~ao. Um detalhe que se deve observar �e o fato

de que, quanto maior o atraso, menor �e a quantidade de leituras dispon��veis para

formar paresx(t); x(t � k) para o c�alculo da autocorrela�c~ao. Por isso, o tamanho do

intervalo de signi�cância �e diretamente proporcional ao atraso.

A an�alise de um autocorrelograma permite veri�car a quantidade de instantes

futuros para os quais �e poss��vel prever valores da vari�avel a partir de uma leitura j�a

obtida. Tamb�em indica quais valores atrasados s~ao bons candidatos para se utilizar

na previs~ao de um valor futuro.

2.2.4 Estacionariedade Estrita

Em muitas s�eries temporais, existe um comportamento regular e inalterado com o

tempo. Uma s�erie temporal com esta regularidade �e interessante por poder ser ana-

lisada e modelada com diversos conceitos que dependem de um comportamento n~ao

alterado. Este comportamento regular �e formalmente de�nido como a propriedade

de estacionariedade.

Uma s�erie temporal estritamente estacion�aria, de acordo com [10], �e uma

sequência de valores de uma vari�avel qualquerx na qual o comportamento pro-

babil��stico de uma cole�c~ao de valores [x(t1); x(t2); : : : ; x(tk)] �e idêntico ao comporta-

mento probabil��stico do conjunto deslocado no tempo [x(t1 + h); x(t2 + h); : : : ; x(tk +

h)]. Isto pode ser descrito com distribui�c~oes de probabilidade cumulativas multiva-

riadas, da seguinte forma:

P(x(t1) � c1; : : : ; x(tk) � ck) = P(x(t1 + h) � c1; : : : ; x(tk + h) � ck) (2.7)
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Destas distribui�c~oes, pode-se concluir que os momentos e a autocovariância dex

devem ser constantes, independentemente do deslocamento no tempo.

No entanto, esta propriedade �e muito dif��cil de ser veri�cada e muito forte para

muitas aplica�c~oes pr�aticas, dado que frequentemente h�a dados insu�cientes para

concluir que ela �e v�alida. Portanto, no contexto das s�eries temporais, utiliza-se uma

vers~ao mais branda desta propriedade, descrita a seguir.

2.2.5 Estacionariedade Fraca

A estacionariedade fraca �e uma vers~ao menos r��gida da autocorrela�c~ao estrita, e ape-

nas considera os valores de dois momentos (m�edia e variância). Uma s�erie temporal

fracamente estacion�aria satisfaz as duas propriedades abaixo:

� A m�edia (ou primeiro momento) �e constante e independente do tempo;

� A autocovariância r (t; k ) depende apenas do m�odulo do atrasok, sendo

tamb�em independente em rela�c~ao ao tempo.

A partir daqui, o termo estacionariedadeser�a usado como sinônimo deestacio-

nariedade fraca.

2.2.6 Autocorrela�c~ao Parcial

A autocorrela�c~ao parcial �e uma medida adicional que visa eliminar dependências

entre termos subsequentes na sequência de uma s�erie temporal. Como ser�a visto

com detalhes no pr�oximo cap��tulo, se o valor de uma s�erie temporal depende de

uma quantidade de valores anteriores, ela possuir�a uma dependência indireta de

valores anteriores a estes.

Para exempli�car este efeito, sejax(t) uma vari�avel cujo valor depende do ins-

tante. Suponha que ela possa ser calculada da seguinte forma:

x(t) = 0 :9x(t � 1) + 2: (2.8)

Veja quex(t � 1) pode ser escrita utilizando a mesma recorrência, o que altera

a maneira de calcular x(t):

x(t) = 0 :9(0:9x(t � 2) + 2) + 2 : (2.9)

x(t) = 0 :81x(t � 2) + 3:8: (2.10)

Esta rela�c~ao poderia ser desenvolvida mais vezes, elaborando esta dependência in-

direta em rela�c~ao a termos anteriores. Esta in
uência faz com que, em s�eries que
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apresentam dependências em rela�c~ao a valores anteriores, tamb�em chamadas de

s�eries autorregressivas, os valores da autocorrela�c~ao sejam in
uenciados pela auto-

correla�c~ao de termos anteriores a estes. Como ser�a visto adiante, isto di�culta a

an�alise de modelos deste tipo, pois torna dif��cil identi�car a quantidade de instantes

anteriores que de fato explicam adequadamente o seu comportamento.

A m�etrica de autocorrela�c~ao parcial �e de�nida de modo a eliminar estas de-

pendências intermedi�arias. Ela ser�a de�nida para uma s�erie temporal estacion�aria

de m�edia nula (caso a m�edia da mesma n~ao seja nula, basta subtrair o valor da

m�edia da s�erie de todos os seus elementos e realizar o mesmo tratamento).

Para isto, ser�a necess�ario apresentar resumidamente a t�ecnica de regress~ao linear.

Descri�c~ao Geral de uma Regress~ao Linear

Este algoritmo estima a rela�c~ao linear entre uma vari�avel de sa��da e um conjunto de

vari�aveis de entrada. Seja um vetor de entradasxT = [ x1; x2; :::; xp]. A partir dele,

estima-se o valor da vari�avel de sa��day como:

ŷ = a0 +
pX

i =1

ai x i ; (2.11)

onde os coe�cientesai correspondem aos pesos das vari�aveisx i , e a0 �e um valor

arbitr�ario, chamado de coe�ciente linear oubias.

A estimativa da rela�c~ao �e feita ajustando-se os coe�cientesai . O crit�erio de

desempenho que guia o algoritmo �e o erro quadr�atico (EQ); esta t�ecnica calcula os

parâmetros que o minimizam. Considerando a existência de uma vari�avel de sa��da

y, que haja n pares entrada-sa��da (yi , x i ), correspondentes aos dados dispon��veis

para o treinamento do modelo, e que as estimativas calculadas para as sa��dasyi a

partir das entradasx i sejamŷi , o EQ pode ser escrito como:

EQ(a) =
nX

i =1

(yi � ŷi )2; (2.12)

ou, em termos da opera�c~ao de valor esperado:

EQ(a) = E[(yi � ŷi )2]: (2.13)

O algoritmo ser�a descrito em mais detalhes no Cap��tulo 4.
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De�ni�c~ao da Autocorrela�c~ao Parcial

Seja x̂(t + k), para k � 2, um estimador dex(t + k) por meio de uma regress~ao

linear em fun�c~ao de [x(t + k � 1); x(t + k � 2); : : : ; x(t + 1)], de modo que:

x̂(t + k) = � 1x(t + k � 1) + � 2x(t + k � 2) + � � � + � k� 1x(t + 1) :

Considerando a regress~ao linear dex(t) em fun�c~ao dos mesmos valores:

x̂(t) = � 1x(t + k � 1) + � 2x(t + k � 2) + � � � + � k� 1x(t + 1) :

Dado que x �e estacion�ario, os coe�cientes s~ao os mesmos nas duas equa�c~oes.

Pode-se de�nir, ent~ao, a autocorrela�c~ao parcial para um atrasok = 1; 2; : : : como:

� k = r (x(t + 1) ; x(t)) = r (x; 1); k = 1 (2.14)

� k = r (x(t + k) � x̂(t + k); x(t) � x̂(t)) ; k � 2: (2.15)

Este procedimento faz com que os valores de autocorrela�c~ao calculados aqui n~ao

tenham in
uência de valores de instantes entre os valores comparados.

2.2.7 Correla�c~ao Cruzada

A correla�c~ao cruzada �e uma m�etrica para analisar a dependência entre duas s�eries

temporais. Ela �e tamb�em baseada na m�etrica da correla�c~ao de Pearson. Para de�ni-

la formalmente, sejams1(t) e s2(t) duas s�eries temporais sincronizadas (ou seja, que

se atualizam no mesmo instante) e de mesma frequência. A correla�c~ao cruzada,

pode, ent~ao, ser de�nida como a correla�c~ao entres1(t) e s2(t � k), sendo k um

atraso arbitr�ario:

r (s1(t); s2(t � k)) = r (s1; s2; k) =
Cs1 (t );s2 (t � k)

� s1(t ) � s2(t � k)
; (2.16)

ondeCs1 (t );s2 (t � k) �e a covariância entres1(t) e s2(t � k). Os limiares de signi�cância

s~ao calculados exatamente da mesma maneira que na correla�c~ao convencional.

2.2.8 Ru��do Branco Gaussiano

O ru��do branco �e um modelo matem�atico que gera um sinal aleat�orio. O fato de o si-

nal gerado ser aleat�orio signi�ca que o seu valor em um instante qualquer �e aleat�orio

e independentedos valores nos instantes anteriores. Isto gera uma s�erie temporal
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simples. Pode-se representar este comportamento com qualquer distribui�c~ao de pro-

babilidade; uma das mais utilizadas �e a distribui�c~ao normal, sendo o ru��do chamado,

neste caso, de ru��do branco gaussiano. Matematicamente, o ru��do branco gaussiano

�e de�nido como:

w(t) � N (0; � 2
w): (2.17)

Utiliza-se como m�edia o valor 0, e como variância um valor ajust�avel, a depender

da intensidade desejada.

2.2.9 Modelo de M�edia M�ovel (MA)

O modelo MA (do inglêsMoving Average) indica que a sa��da a ser prevista depende

linearmente do valor atual e de uma quantidade de valores anteriores de termos de

erro. A quantidade de termos considerados no modelo,n, �e chamada de ordem.

Os termos de erro (� (t)) s~ao independentes e identicamente distribu��dos (pos-

suem uma mesma distribui�c~ao de probabilidade). Todos s~ao modelados como ru��dos

brancos gaussianos e apresentam o mesmo valor de variância.

Considerando que a vari�avel de sa��da sejay(t), que o erro atual seja� (t) e que

os coe�cientesai sejam os pesos atribu��dos a cada valor passado do erro (� (t � i ),

para algumi inteiro), pode-se expressar um modelo MA de ordemn como:

ŷ(t) = ! + � (t) +
nX

i =1

ai � (t � i ); (2.18)

onde o termo! �e um valor �xo que �e ajustado pelo modelo, e tamb�em �e chamado

de vi�es (bias) ou coe�ciente linear. Seu valor �e igual �a m�edia dos valores da s�erie

temporal.

2.2.10 Modelo N~ao-linear de M�edia M�ovel (NMA)

Assim como o modelo MA, o NMA (Non-linear Moving Average) �e um modelo de

s�erie temporal de uma vari�avel, que determina que a vari�avel desejada �e uma fun�c~ao

de termos de ru��do branco gaussiano. No entanto, a fun�c~ao �e n~ao-linear. Um modelo

NMA de ordem n pode ser expresso como:

ŷ(t) = � [� (t); � (t � 1); :::; � (t � n)]; (2.19)

onde� �e uma fun�c~ao n~ao-linear que deve ser determinada.
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2.2.11 Modelo Autorregressivo (AR)

O modelo AR (AutoRegressive) tamb�em �e um modelo de s�erie temporal univari�avel.

Diferentemente do MA, este modelo relaciona o valor atual de uma vari�avel a uma

quantidade n de valores anteriores da mesma vari�avel e a um termo de ru��do (con-

siderado o erro atual). Um modelo AR de ordemn �e descrito formalmente como:

ŷ(t) = ! +
nX

i =1

ai y(t � i ) + � (t): (2.20)

O modelo AR possui três propriedades:

� Os erros� (t) s~ao independentes e identicamente distribu��dos, como no modelo

MA;

� Os erros� (t) s~ao independentes dex(t);

� Os valores deai s~ao menores que 1;

� A s�erie temporal [y(1); y(2); : : : ] �e fracamente estacion�aria.

Para predi�c~oes de termos futuros, que s~ao o interesse deste trabalho, o termo de

erro � �e considerado a m�edia da sua distribui�c~ao de probabilidade, ou seja, 0.

2.2.12 Modelo N~ao-linear Autorregressivo (NAR)

O NAR (Non-linear AutoRegressive), como o modelo AR, expressa o valor de uma

vari�avel em um instante t em fun�c~ao dos valores da mesma emn instantes anteriores

e de um termo de ru��do. A fun�c~ao, neste caso, �e uma fun�c~ao n~ao-linear� . Um modelo

NAR de ordemn pode ser representado como:

ŷ(t) = � [y(t � 1); :::; y(t � n); � (t)]: (2.21)

2.2.13 Modelo ARMA

Os modelos ARMA (AutoRegressive Moving Average) unem as caracter��sticas dos

modelos MA e AR, representando a vari�avel objetivo como fun�c~ao dos seus valores

passados e dos valores atual e passados dos erros. Desta maneira, o modelo ARMA

com a termos autorregressivos eb termos de m�edia m�ovel pode ser explicado pela

equa�c~ao:

ŷ(t) = ! + � (t) +
aX

i =1

ai y(t � i ) +
bX

j =1

bi � (t � j ); (2.22)

na qual os coe�cientesax correspondem aos pesos das sa��das anteriores do sistema

e os coe�cientesbx correspondem aos pesos atribu��dos aos erros de predi�c~ao.
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2.2.14 Modelo NARMA

O modelo NARMA (Non-linear AutoRegressive Moving Average) �e a vers~ao n~ao-

linear do ARMA. Um modelo NARMA (a; b) �e explicado pela equa�c~ao:

ŷ(t) = � [y(t � 1); :::; y(t � a); � (t); � (t � 1); :::; � (t � b)]; (2.23)

onde� �e alguma fun�c~ao n~ao-linear que pode ser aplicada.

2.2.15 Modelos com Entradas Ex�ogenas

Uma possibilidade adicional �e a dependência das vari�aveis objetivo em rela�c~ao a

uma outra grandeza, chamada de vari�avel ex�ogena. Esta vari�avel �e tamb�em uma

s�erie temporal, e a dependência em rela�c~ao a ela pode se manifestar em rela�c~ao ao

valor atual e/ou em rela�c~ao a valores anteriores.

Um fato interessante sobre inserir vari�aveis ex�ogenas �e que isto permite inse-

rir duas s�eries n~ao estacion�arias na previs~ao de uma das duas. Desde que alguma

combina�c~ao linear de termos das duas s�eries forme uma s�erie estacion�aria, as pro-

priedades exigidas dos modelos discutidos anteriormente n~ao s~ao violadas. Quando

isto ocorre, as duas s�eries s~ao consideradascointegradas.

A dependência de uma s�erie temporal auxiliar, adicionada aos modelos anteriores,

gera uma nova fam��lia de modelos. A quantidade de termos da entrada ex�ogena �e

chamada deordem dos termos ex�ogenos. Considerando que a vari�avel ex�ogena seja

x(t) e que as ordens sejam respectivamentea, b e c para termos autorregressivos, de

m�edia m�ovel e ex�ogenos, os modelos desta fam��lia s~ao:

Modelo MAX ( Moving Average with eXogenous inputs )

Obtido atrav�es da inser�c~ao de termos ex�ogenos a um modelo MA convencional, �e

descrito pela equa�c~ao:

ŷ(t) = ! + � (t) +
bX

i =1

ai � (t � i ) +
cX

i =0

ci x(t � i ): (2.24)

Modelo NMAX ( Non-linear Moving Average with eXogenous inputs )

Obtido atrav�es da inclus~ao de termos da vari�avel ex�ogena a um modelo NMA, o

modelo NMAX estima a s�erie temporal objetivo por uma fun�c~ao n~ao-linear de termos

de ru��do e uma s�erie temporal ex�ogena, como descrito na equa�c~ao:

ŷ(t) = � [� (t); � (t � 1); :::; � (t � b); x(t); x(t � 1); :::; x(t � c)]: (2.25)
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Modelo ARX ( AutoRegressive with eXogenous inputs )

O modelo ARX �e gerado atrav�es da inclus~ao de termos ex�ogenos a um modelo AR.
�E descrito pela equa�c~ao abaixo:

ŷ(t) = ! + � (t)
aX

i =1

ai y(t � i ) +
cX

i =1

ci x(t � i ) + � (t): (2.26)

Modelo NARX ( Non-linear AutoRegressive with eXogenous inputs )

Gerado atrav�es da inclus~ao de uma s�erie temporal auxiliar a um modelo NAR.

Descrito pela equa�c~ao:

ŷ(t) = � [y(t � 1); :::; y(t � a); x(t); x(t � 1); :::; x(t � c); � (t)]: (2.27)

Modelo ARMAX ( AutoRegressive Moving Average with eXogenous in-

puts )

O ARMAX �e um modelo ARMA com a inclus~ao de termos ex�ogenos:

ŷ(t) = ! + � (t) +
aX

i =1

ai y(t � i ) +
bX

i =1

bi x(i ) +
cX

i =1

ci � (t � i ): (2.28)

Modelo NARMAX ( Non-linear AutoRegressive Moving Average with

eXogenous inputs )

Por �m, o modelo NARMAX �e um modelo NARMA com a inclus~ao de termos

ex�ogenos, descrevendo os valores de uma s�erie temporal como fun�c~oes de valores an-

teriores, termos de ru��do branco gaussiano e termos de uma s�erie temporal ex�ogena.

Descrito pela equa�c~ao abaixo:

ŷ(t) = � [y(t � 1); :::; y(t � a); � (t); � (t � 1); :::; � (t � b); x(t); x(t � 1); :::; x(t � c)]: (2.29)

2.2.16 Regress~ao Dinâmica

Uma alternativa aos modelos (N)ARX pode ser empregada quando n~ao h�a de-

pendência entre a vari�avel que se deseja prever e seus valores do passado. Logo,

a previs~ao depende apenas de alguma quantidade de termos da s�erie ex�ogena. Este

modelo �e representado pela equa�c~ao:

ŷ(t) = ! +
nX

i =1

ai x(t � i ) + � (t): (2.30)

Como todos os outros modelos, este sup~oe a presen�ca de um termo de erro de

predi�c~ao que corresponde a um ru��do branco gaussiano.
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2.2.17 Modelos Integrados

Para manter a condi�c~ao de estacionariedade, em alguns casos �e necess�ario realizar

transforma�c~oes na s�erie temporal que se deseja prever. Por exemplo, em alguns casos,

o valor da m�edia varia com o tempo. Para se remover estecomportamento de m�edia

m�ovel, pode-se aplicar a opera�c~ao dediferencia�c~ao. Esta realiza uma transforma�c~ao

no conjunto de valores da s�erie temporal, criando uma s�erie de diferen�cas entre o

valor atual e o valor anterior. A diferencia�c~ao pode ser aplicada mais de uma vez,

sendo a quantidade aplicada chamada deordemda diferencia�c~ao. Matematicamente,

a diferencia�c~ao de ordem 1 ouprimeira diferen�ca �e de�nida como:

� 1y(t) = y(t) � y(t � 1): (2.31)

Uma diferencia�c~ao de ordem 2 ousegunda diferen�capode ser escrita como:

� 2y(t) = � 1y(t) � � 1y(t � 1) = y(t) � 2y(t � 1) + y(t � 2); (2.32)

Pode-se generalizar esta opera�c~ao para uma ordem arbitr�aria. Uma diferencia�c~ao

de ordemd ou d-�esima diferen�ca pode ser escrita como:

� dy(t) = � d� 1y(t) � � d� 1y(t � 1) (2.33)

Um modelo de s�eries temporais aplicado sobre uma s�erie diferenciada tamb�em �e

chamado de modelointegrado.

2.2.18 Modelos com Erros Dinâmicos

Em alguns cen�arios, �e interessante modelar o pr�oprio termo de erro de predi�c~ao como

uma s�erie temporal com termos AR e/ou MA. Isto �e determinado ap�os o ajuste de

um modelo, veri�cando o comportamento do erro de predi�c~ao obtido e executando

sua an�alise com as m�etricas de autocorrela�c~ao. Caso o pr�oprio erro apresente de

fato um comportamento autorregressivo ou de m�edia m�ovel, ele mesmo pode ser

modelado com algum dos modelos lineares ou n~ao-lineares n~ao-ex�ogenos discutidos

anteriormente.

Os casos em que isto pode ser necess�ario s~ao os casos em que h�a informa�c~oes

n~ao representadas pelas vari�aveis utilizadas, que se re
etem num comportamento

do erro que depende do passado;
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2.2.19 Classi�ca�c~ao dos Modelos de S�eries Temporais

As Tabelas 2.1 e 2.2 apresentam uma classi�ca�c~ao resumida de todos os modelos

apresentados nesta se�c~ao, sendo as ordens representadas pelos valoresa para termos

autorregressivos,b para termos de m�edia m�ovel,c para vari�aveis ex�ogenas ed para

diferencia�c~oes.

Tabela 2.1: Classi�ca�c~ao dos modelos lineares de S�eries Temporais.

Nome Termos AR Integrado M�edia M�ovel Ex�ogeno
MA(b) N~ao N~ao Sim N~ao
IMA(b,c) N~ao Sim Sim N~ao
MAX(b,c) N~ao N~ao Sim Sim
IMAX(b,c) N~ao Sim Sim Sim
AR(a) Sim N~ao N~ao N~ao
ARI(a, d) Sim Sim N~ao N~ao
ARX(a, c) Sim N~ao N~ao Sim
ARIX(a, d, c) Sim Sim N~ao Sim
ARMA(a, b) Sim N~ao Sim N~ao
ARIMA(a, d, b) Sim Sim Sim N~ao
ARMAX(a, b, c) Sim N~ao Sim Sim
ARIMAX(a, d, b, c) Sim Sim Sim Sim

Tabela 2.2: Classi�ca�c~ao dos modelos n~ao-lineares de S�eries Temporais.

Nome Termos AR Integrado M�edia M�ovel Ex�ogeno
NMA(b) N~ao N~ao Sim N~ao
NIMA(b,c) N~ao Sim Sim N~ao
NMAX(b,c) N~ao N~ao Sim Sim
NIMAX(b,c) N~ao Sim Sim Sim
NAR(a) Sim N~ao N~ao N~ao
NARI(a, d) Sim Sim N~ao N~ao
NARX(a, c) Sim N~ao N~ao Sim
NARIX(a, d, c) Sim Sim N~ao Sim
NARMA(a, b) Sim N~ao Sim N~ao
NARIMA(a, d, b) Sim Sim Sim N~ao
NARMAX(a, b, c) Sim N~ao Sim Sim
NARIMAX(a, d, b, c) Sim Sim Sim Sim

Dadas as quantidades de tipos de modelos e de parâmetros que podem ser va-

riados, uma an�alise exaustiva �e computacionalmente muito pesada. Por isto, antes

de testar os modelos, analisa-se o comportamento de uma s�erie temporal a ser mo-

delada com rela�c~ao �as m�etricas de correla�c~ao, para eliminar candidatos a tipos de

modelo que n~ao representem os dados.
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2.3 Sele�c~ao de Modelos

Para escolher o modelo est�atico e dinâmico adequado, �e necess�ario determinar

a dependência das vari�aveis objetivo em rela�c~ao aos seus valores anteriores e �as

vari�aveis que podem ser usadas como entrada. Al�em disso, pode ser necess�ario tra-

tar tendências, comportamentos que violam a estacionariedade de uma s�erie, dado

que prejudicam a an�alise destas dependências. Por isto, esta se�c~ao analisa:

� Maneiras de tratar tendências observ�aveis atrav�es do comportamento temporal

de uma s�erie;

� As m�etricas de autocorrela�c~ao e autocorrela�c~ao parcial para os tipos de mode-

los descritos anteriormente, apresentando simula�c~oes dos modelos anteriores

acompanhadas de autocorrelogramas e autocorrelogramas parciais, para que

as propriedades de cada modelo possam ser compreendidas de maneira gr�a�ca

com dados experimentais;

� Como veri�car a dependência de uma s�erie em rela�c~ao a outras s�eries temporais

e escolher os termos com os atrasos necess�arios a partir da correla�c~ao cruzada;

2.3.1 Tratamento de Tendências

A partir de um gr�a�co que exibe os valores de uma s�erie temporal em cada instante,

em alguns casos pode-se observar comportamentos que deslocam a m�edia dos valores

da s�erie ou afetam as autocorrela�c~oes, fazendo com que estas n~ao sejam constantes

com o tempo. M�edia e autocorrela�c~oes vari�aveis violam a propriedade de estaciona-

riedade, que �e importante para a de�ni�c~ao dos modelos de s�eries temporais de�nidos

anteriormente. Caso esta propriedade seja violada, os modelos poder~ao apresentar

estimativas imprecisas, e a an�alise das m�etricas de autocorrela�c~ao �e prejudicada. A

seguir, s~ao descritos os comportamentos mais comuns, como observ�a-los e formas de

trat�a-los.

Comportamento de M�edia M�ovel

Gr�a�cos de s�eries temporais normalmente apresentam oscila�c~oes em torno do seu

valor m�edio. No entanto, em algumas s�eries, o valor em torno do qual as oscila�c~oes

ocorrem apresenta um comportamento vari�avel com o tempo, o que gera umcom-

portamento de m�edia m�ovel, tornando a m�edia da s�erie dependente do tempo. Este

comportamento n~ao deve ser confundido com o modelo MA, que �e uma s�erie es-

tacion�aria gerada a partir de uma soma ponderada de ru��dos brancos. O compor-

tamento de m�edia m�ovel pode ser linear ou n~ao-linear. H�a duas maneiras de se

resolver este comportamento:
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� Diferencia�c~ao: remove tendências lineares. Caso a s�erie resultante exiba ou-

tros comportamentos de m�edia m�ovel, pode-se aplicar outras diferencia�c~oes.

Diferencia�c~oes excessivas podem causar perdas de informa�c~oes no modelo, adi-

cionando dependências do passado que n~ao existiam anteriormente e prejudi-

cando a acur�acia das estimativas;

� Uso de uma fun�c~ao do tempo de execu�c~ao como vari�avel: caso diferencia�c~oes

n~ao funcionem ou caso o comportamento de m�edia m�ovel seja n~ao-linear, pode-

se aplicar uma fun�c~ao do tempo de execu�c~ao como vari�avel. Para ajustar o

peso do tempo de execu�c~ao, utiliza-se algoritmos de Aprendizado de M�aquina

de regress~ao, como os que ser~ao vistos no Cap��tulo 3.

Amplitudes Vari�aveis

O comportamento de amplitude vari�avel afeta o valor da autocorrela�c~ao, tornando-a

dependente do tempo, o que viola a estacionariedade. Para tratar este comporta-

mento, pode-se aplicar uma fun�c~ao n~ao-linear sobre a s�erie temporal. Fun�c~oes muito

utilizadas s~ao a raiz quadrada e o logaritmo.

M�ultiplas Tendências

Uma possibilidade em uma s�erie temporal �e a existência de diversas tendências

dos dois tipos mencionados anteriormente, com intensidades diferentes. Neste caso,

pode-se:

� Separar o conjunto de dados, caso se disponha de vari�aveis relacionadas a estes

comportamentos, e utilizar um modelo independente por parte do conjunto de

dados, tratando-se as tendências separadamente;

� Acrescentar como vari�aveis do modelo uma fun�c~ao do tempo de execu�c~ao por

tendência observada. Cada fun�c~ao deve apresentar valores n~ao-nulos apenas

no intervalo de ocorrência de cada tendência.

Uso de Vari�aveis Ex�ogenas

Conforme mencionado na Se�c~ao 2.2.15 (Modelos com Entradas Ex�ogenas), caso al-

guma combina�c~ao linear entre a s�erie que se deseja prever e uma outra s�erie temporal

utilizada como termo ex�ogeno seja estacion�aria, um modelo v�alido pode ser utilizado

com as duas s�eries n~ao-estacion�arias sem preju��zos �as estimativas.
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2.3.2 An�alise da Autocorrela�c~ao

Esta subse�c~ao analisa a m�etrica de autocorrela�c~ao para os modelos MA, AR e

ARMA, de modo que seja poss��vel identi�car qual tipo de modelagem escolher para

representar o comportamento de uma s�erie temporal a partir de um autocorrelo-

grama.

Modelos MA

Seja um modelo MA de ordem arbitr�ariaq, ou MA (q):

x̂(t) = ! + � (t) +
qX

i =1

ai � (t � i ): (2.34)

�E demonstrado no Apêndice B.1 que a autocorrela�c~ao dex considerando-se um

atraso k pode ser escrita como

r (x; k) =
� 2

�
P q

i = k+1 ai � kai

� 2
x

: (2.35)

Vale ressaltar que, neste somat�orio, podem aparecer um termoa0, um termo

aq+1 e termosa com ��ndices negativos. a0 = 1, dado que este �e o peso dado para

o valor de erro com atraso nulo, como pode ser visto na de�ni�c~ao do modelo MA;

e ai = 0 para qualquer valor dei superior aq ou inferior a 0, dado que o modelo

apenas de�ne pesos para atrasos que variem apenas entre 0 eq.

Quando k > q, ou seja, quando o atraso supera a ordem do modelo, o valor do

somat�orio �e 0, e, por conseguinte, a autocorrela�c~ao �e nula. Isto torna poss��vel identi-

�car a existência de um modelo MA e a sua ordem atrav�es de um autocorrelograma.

Modelos AR

Seja um modelo AR de ordem arbitr�ariaq, ou AR(q):

x(t) = ! +
qX

i =1

ai x(t � i ) + � (t): (2.36)

�E demonstrado no Apêndice B.2 que pode-se calcular a autocorrela�c~ao por:

r (x; k) =
qX

i =1

ai r (x; k � i ): (2.37)

Estas equa�c~oes para a autocorrela�c~ao geram um m�etodo recursivo de calcul�a-la.

Tamb�em s~ao chamadas de Equa�c~oes de Yule-Walker [10].

Uma an�alise dos valores dos coe�cientesai ajuda a descrever o comportamento
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do valor da autocorrela�c~ao. �E demonstrado no Apêndice B.3, atrav�es do c�alculo

da variância para o modelo AR, quejai j < 1. Com este resultado, �e poss��vel obter

diversas conclus~oes sobre a autocorrela�c~ao do modelo AR (Equa�c~ao 2.37):

� Seu valor n~ao diminui abruptamente para 0 quando o n�umero de atrasos supera

a ordem do modelo AR (k > q), diferentemente do modelo MA.

� Existe uma dependência linear entre um valor de autocorrela�c~ao eq valores

de autocorrela�c~oes com atrasos menores.

� Como r (x; 0) = 1 e os coe�cientesai s~ao menores que 1 em m�odulo, o m�odulo

de r apresenta um comportamento decrescente em rela�c~ao ak.

� Se todos os coe�cientesai forem negativos, a autocorrela�c~ao alterna de sinal

a cada unidade de atraso.

Modelos ARMA

De acordo com Shumway [10], para modelos com termos autorregressivos e de m�edia

m�ovel, o comportamento da autocorrela�c~ao �e uma composi�c~ao dos comportamentos

do modelo AR e do modelo MA. Assim, sendo um modelo ARMA(a, b), com ordem

autorregressivaa e ordem de m�edia m�ovelb, de�nido por:

x(t) = ! +
aX

i =1

ai x(t � i ) +
bX

i =1

bi � (t � i ) + � (t); (2.38)

a autocorrela�c~ao n~ao apresenta quedas abruptas para 0, mesmo quando o atraso

supera as ordens de autorregress~ao e m�edia m�ovel. O seu comportamento apresenta

uma tendência decrescente. Este padr~ao �e o mesmo da autocorrela�c~ao de um modelo

AR.

2.3.3 An�alise da Autocorrela�c~ao Parcial

Esta subse�c~ao analisa a autocorrela�c~ao parcial, de modo que, combinando as in-

forma�c~oes obtidas com esta m�etrica com o comportamento da autocorrela�c~ao, possa-

se determinar o tipo de modelo que os dados experimentais seguem.

Modelos AR

Um modelo AR de ordem arbitr�aria q pode ser estimado por meio de um algoritmo

de regress~ao linear. Al�em disso, em [10] �e demonstrado que pode-se represent�a-lo

em fun�c~ao dos valores de autocorrela�c~ao parcial da seguinte forma (considerando
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que a m�edia seja nula):

x̂(t) =
qX

i =1

� i x(t � i ): (2.39)

Desta forma, os valores de autocorrela�c~ao parcial tamb�em podem ser obtidos

atrav�es dos coe�cientes da regress~ao linear. Pode-se concluir que, em um modelo

AR(q), o valor de � i �e n~ao-nulo para valores dei menores ou iguais aq, e torna-

se 0 quandoi > q . Portanto, a autocorrela�c~ao parcial assume o comportamento

contr�ario da autocorrela�c~ao para modelos AR.

Modelos MA

�E demonstrado em [10] que um modelo MA pode ser representado por uma soma

in�nita de termos autorregressivos:

x(t) = �
1X

i =1

ai x(t � i ) + � t : (2.40)

Esta representa�c~ao permite que um modelo MA tamb�em seja exibido em fun�c~ao

da autocorrela�c~ao parcial:

x(t) = �
1X

i =1

� i x(t � i ) + � t ; (2.41)

o que permite que, independentemente do modelo, seja poss��vel extrair a autocor-

rela�c~ao parcial atrav�es de um algoritmo de regress~ao linear. Deste resultado, vê-se

que o valor de� i n~ao se torna 0 quandoi > q , dado que uma quantidade in�-

nita de termos passados dex in
uencia no valor de x(t). Novamente, conclui-se

que o comportamento da autocorrela�c~ao parcial �e o contr�ario do comportamento da

autocorrela�c~ao.

Modelos ARMA

De acordo com Shumway [10], para modelos com termos autorregressivos e de m�edia

m�ovel, o comportamento da autocorrela�c~ao parcial tamb�em �e uma composi�c~ao

dos comportamentos do modelo AR e do modelo MA. Assim, sendo um modelo

ARMA(a, b), com ordem autorregressivaa e ordem de m�edia m�ovelb, de�nido por:

x(t) = ! +
aX

i =1

ai x(t � i ) +
bX

i =1

bi � (t � i ) + � (t); (2.42)

o valor da autocorrela�c~ao parcial n~ao apresenta quedas abruptas para 0, mesmo

quando o atraso supera as ordens de autorregress~ao e m�edia m�ovel. A autocorrela�c~ao
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parcial apresenta uma tendência decrescente. Este comportamento �e o mesmo da

autocorrela�c~ao parcial de um modelo MA.

2.3.4 Comportamentos Simulados dos Modelos Te�oricos

N~ao-Ex�ogenos

Esta subse�c~ao realiza simula�c~oes com exemplos de modelos MA, AR e ARMA para

veri�car as propriedades dos seus autocorrelogramas e autocorrelogramas parciais

com dados experimentais. H�a duas �nalidades para simular os modelos te�oricos:

� Obter comportamentos de autocorrela�c~oes e autocorrela�c~oes parciais com uma

quantidade de valores da s�erie temporal que seja �nita, conhecida e pr�oxima

da quantidade de valores do conjunto de dados a ser analisado, a �m de utiliz�a-

los como referências para a an�alise dos dados de posi�c~ao geogr�a�ca e sensores

realizada no Cap��tulo 4;

� Veri�car se h�a divergências entre o comportamento te�orico apresentado na

literatura e um resultado simulado, dado que a quantidade de valores gerados

�e �nita e que o ru��do branco �e uma vari�avel aleat�oria.

Os modelos simulados s~ao:

� Modelo MA(2): descrito pela equa�c~aox(t) = 0 :52� (t � 1) � 0:34� (t � 2) + � (t),

sendo� um ru��do branco gaussiano de m�edia nula e variância� 2
� = 9;

� Modelo AR(2): descrito pela equa�c~aox(t) = 0 :81x(t � 1) � 0:74x(t � 2) + � (t),

sendo� um ru��do branco gaussiano de m�edia nula e variância� 2
� = 9. Os dois

valores iniciais da s�erie s~ao 1.3 e -2.7;

� Modelo ARMA(2, 2): descrito pela equa�c~aox(t) = 0 :81x(t � 1)� 0:74x(t � 2)+

0:52� (t � 1) � 0:34� (t � 2) + � (t). � aqui tamb�em �e um ru��do branco gaussiano

de m�edia nula e variância� 2
� = 9. Os dois valores iniciais da s�erie s~ao 1.3 e

-2.7.

Os coe�cientes e ordens empregados aqui n~ao apresentam rela�c~oes com os dados

do problema a ser resolvido neste trabalho; s~ao arbitr�arios. Para as simula�c~oes dos

três modelos, foram gerados 3000 valores dex. As simula�c~oes foram elaboradas na

linguagem Python, com o aux��lio da bibliotecarandom, j�a presente na biblioteca

padr~ao da linguagem. Os valores de autocorrela�c~ao foram calculados com m�odulos

da biblioteca Statsmodels [12].

As Figuras 2.1, 2.2 e 2.3 exibem, respectivamente, os autocorrelogramas dos

modelos MA, AR e ARMA simulados. O eixo horizontal representa o atraso, e o
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Figura 2.1: Autocorrela�c~ao do modelo MA(2) simulado.

Figura 2.2: Autocorrela�c~ao do modelo AR(2) simulado.

eixo vertical apresenta o valor da autocorrela�c~ao. Os gr�a�cos incluem o valor para

o atraso 0, que �e sempre 1.

Os dois gr�a�cos indicam comportamentos diferentes dependendo do tipo de mo-

delo, como discutido anteriormente. No caso do modelo MA simulado, pode-se ver

que o valor da autocorrela�c~ao apenas est�a fora dos limiares de signi�cância no caso

dos atrasos 1 e 2, o que est�a de acordo com a sua equa�c~ao geradora e com a dis-
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Figura 2.3: Autocorrela�c~ao do modelo ARMA(2,2) simulado.

cuss~ao te�orica. H�a um pequeno pico de signi�cância em um valor muito mais alto

de atraso; esta �e uma possibilidade ao se trabalhar com dados experimentais. Este

pico deve ser ignorado, n~ao s�o por ele estar em um atraso muito maior que 1 e 2,

mas tamb�em porque picos de signi�cância que n~ao s~ao adjacentes n~ao re
etem o

comportamento de um modelo MA. A partir deste resultado, um MA(2) parece ser

um bom aproximador para os dados gerados. Para con�rmar isto, deve-se utilizar

um autocorrelograma parcial.

No caso da simula�c~ao do AR(2), pode-se perceber a presen�ca de valores signi�ca-

tivos em diversos valores de atraso maiores que 2 e que o m�odulo da autocorrela�c~ao

apresenta um comportamento decrescente, sem quedas abruptas de valor. Estas ca-

racter��sticas indicam que o modelo adequado n~ao �e um modelo MA. De acordo com

as discuss~oes anteriores, o modelo provavelmente apresenta termos autorregressivos.

Isto deve ser con�rmado com o uso de um autocorrelograma parcial. Al�em disto,

a presen�ca de um coe�ciente negativo causa o comportamento oscilat�orio apresen-

tado. �E poss��vel veri�car que o decaimento faz com que os valores de autocorrela�c~ao

sejam n~ao signi�cativos a partir de um atraso �nito. A intensidade do decaimento

da autocorrela�c~ao depende dos coe�cientes dos termos autorregressivos.

Para a simula�c~ao do ARMA(2, 2), o comportamento da autocorrela�c~ao �e muito

similar ao do AR(2), apresentando uma tendência decrescente do seu m�odulo e picos

de signi�cância para atrasos maiores que 2, o que est�a de acordo com o referencial

te�orico. Isto torna dif��cil diferenciar os dois tipos de modelos a partir de somente

um autocorrelograma.
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As Figuras 2.4, 2.5 e 2.6 exibem os autocorrelogramas parciais, respectivamente,

dos modelos MA, AR e ARMA simulados. Novamente, o eixo horizontal representa

o atraso e o eixo vertical apresenta o valor da autocorrela�c~ao parcial.

Figura 2.4: Autocorrela�c~ao parcial do modelo MA(2) simulado.

Figura 2.5: Autocorrela�c~ao parcial do modelo AR(2) simulado.

Pode-se perceber, novamente, uma diferen�ca nos comportamentos. No modelo

MA simulado, o comportamento do m�odulo da autocorrela�c~ao parcial �e decrescente

e sem quedas abruptas, e h�a valores signi�cativos al�em do atraso 2. A quantidade
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Figura 2.6: Autocorrela�c~ao parcial do modelo ARMA(2, 2) simulado.

de valores n~ao-nulos �e �nita, de modo que se poderia considerar utilizar um modelo

AR. No entanto, o comportamento decrescente indica que o melhor aproximador �e

um modelo MA, e o per�l da autocorrela�c~ao do MA simulado, apresentado anteri-

ormente, �e um segundo indicativo de que o melhor modelo seja um MA. Portanto, o

estimador mais adequado, a partir dos gr�a�cos apresentados, �e um modelo MA(2).

Na simula�c~ao do modelo AR, existe uma queda abrupta do atraso 2 para o

atraso 3. Valores de atraso acima de 2 apresentam uma autocorrela�c~ao parcial n~ao-

signi�cativa. Este �e um indicativo de que um aproximador adequado �e um modelo

AR(2), e n~ao um modelo de tipo ARMA, o que est�a de acordo com a equa�c~ao que

o gerou.

O comportamento da autocorrela�c~ao parcial do ARMA(2, 2) simulado �e idêntico

ao do MA simulado, o que tamb�em est�a de acordo com o referencial te�orico. Ou

seja, o uso dos gr�a�cos das duas m�etricas de autocorrela�c~ao permite distinguir um

AR de um ARMA.

O que se pode concluir a partir da an�alise destas simula�c~oes �e que, para os três

modelos, os padr~oes da autocorrela�c~ao e da autocorrela�c~ao com dados simulados

est~ao de acordo com o referencial te�orico apresentado. Mais ainda, os autocorrelo-

gramas e autocorrelogramas parciais exibidos aqui servem de referência para com-

parar com a an�alise dos dados de posi�c~ao geogr�a�ca e sensores realizada adiante, no

Cap��tulo 4.
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2.3.5 An�alise da Correla�c~ao Cruzada

Terminada a an�alise dos valores de autocorrela�c~ao, deve-se veri�car a dependência

da s�erie que se deseja prever em rela�c~ao a outras s�eries temporais cuja in
uência

na s�erie objetivo possa existir (s�eries auxiliares). Para isto, utiliza-se a correla�c~ao

cruzada. A an�alise para esta m�etrica segue os passos abaixo:

� Analisa-se a s�erie auxiliar atrav�es de seu autocorrelograma;

� Calcula-se o valor da correla�c~ao cruzada entre as duas s�eries atrav�es da

equa�c~ao 2.16 para diversos atrasos;

� Com os valores, elabora-se um correlograma entre as duas s�eries com os limiares

de signi�cância;

� Caso haja atrasos com valores signi�cativos de correla�c~ao cruzada, existe uma

dependência. Logo, os termos atrasados signi�cativos s~ao candidatos que po-

dem ser inclu��dos no modelo;

� Veri�ca-se o autocorrelograma da s�erie auxiliar. Caso ela exiba o compor-

tamento de um modelo AR, v�arios termos atrasados estar~ao correlacionados

entre si. Neste caso, escolhe-se o termo atrasado da s�erie auxiliar com o maior

atraso. Este processo �e similar ao que se faz para selecionar vari�aveis em

problemas est�aticos de Aprendizado de M�aquina.
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Cap��tulo 3

An�alise dos Dados Coletados

Dado que o objetivo deste projeto �e elaborar um sistema de navega�c~ao cega que

realize predi�c~oes da posi�c~ao de um objeto caso haja uma interrup�c~ao da comunica�c~ao

com um sistema de posicionamento por sat�elites, discutiu-se, no Cap��tulo anterior,

o referencial te�orico dado pela �area de S�eries Temporais, um ramo da estat��stica que

estuda predi�c~oes de valores futuros a partir de informa�c~oes do passado.

Ap�os esta discuss~ao te�orica, este Cap��tulo trata da an�alise do problema de acordo

com a teoria discutida anteriormente. O objetivo �e que, a partir de dados de posi�c~oes

geogr�a�cas e de sensores inerciais coletados experimentalmente, seja realizada uma

an�alise de acordo com a teoria de S�eries Temporais para identi�car quais s~ao os

melhores tipos de modelos para o problema.

Em primeiro lugar, s~ao caracterizados os equipamentos que se utilizou para co-

letar os dados, os formatos das informa�c~oes obtidas e o procedimento de coleta.

Por �m, os dados s~ao analisados de acordo com o referencial te�orico para veri�-

car as dependências das posi�c~oes em rela�c~ao �as posi�c~oes anteriores e �as leituras dos

sensores.

3.1 Equipamentos Utilizados

Como sistema de posicionamento por sat�elite, foi escolhido o GPS (Global Positio-

ning System). �E importante ressaltar, no entanto, que a abordagem descrita aqui

poderia ser aplicada a qualquer outro sistema de posicionamento por sat�elite, dado

que todos informam posi�c~oes no mesmo formato.

A vers~ao experimental do sistema desenvolvida neste trabalho considera o ambi-

ente veicular: ela foi desenvolvida para ser executada em um dispositivo embarcado

para carros, uma unidade de bordo (ou OBU {On-Board Unit ). O dispositivo OBU

utilizado neste projeto conta com recursos para comunica�c~ao veicular (que n~ao foram

utilizados aqui, mas s~ao �uteis em diversas aplica�c~oes para ve��culos), conex~ao com o
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barramento CAN (Controller Area Network { permite a conex~ao com os sensores do

ve��culo) e um receptor GPS integrado.

O barramento CAN �e um tipo de rede cabeada que permite a equipamentos

compat��veis a conex~ao a diferentes sensores e atuadores de um carro, possibilitando

analisar suas condi�c~oes e identi�car defeitos, bem como efetuar con�gura�c~oes em

mecanismos do carro. A Figura 3.1 abaixo apresenta um diagrama que ilustra a

conex~ao por este barramento.

Figura 3.1: Exemplo de diagrama de conex~oes em um barramento CAN.

Pode-se observar na imagem o conector OBD-2 (On-Board Diagnostics 2), usado

como interface entre o sistema e o barramento. No barramento, est~ao conectados

sensores do ve��culo e as ECUs (Electronic Control Units), dispositivos que lêem da-

dos de v�arios sensores do ve��culo e controlam atuadores de diferentes sistemas do

ve��culo, como por exemplo o sistema anti-bloqueio das rodas (ABS {Anti-Blocking

System). H�a ainda sensores que permitem melhorar o desempenho do motor, ou

ainda minimizar o consumo de combust��vel. Os �os CAN-H e CAN-L s~ao usados

para transmiss~ao e recep�c~ao dos dados em um arranjo chamado sinaliza�c~ao diferen-

cial: o valor l�ogico transmitido pelo barramento �e calculado a partir da diferen�ca

entre as tens~oes dos dois �os, gerando dois estados. A vantagem da sinaliza�c~ao

diferencial �e a maior tolerância a ru��dos [13].

Qualquer dos n�os da rede CAN pode enviar e receber dados. Uma rede em

barramento �e caracterizada pelo compartilhamento de um meio cabeado entre v�arios

dispositivos. Isto permite que qualquer dispositivo conectado possa se comunicar

com qualquer outro dispositivo, por�em duas ou mais transmiss~oes n~ao podem ser

realizadas simultaneamente, dado que ocorrer�a uma colis~ao, corrompendo os dados

transmitidos. Por conta disto, o CAN segue um protocolo de controle de acesso ao

meio, que garante a n~ao-ocorrência de transmiss~oes simultâneas.

Atrav�es do CAN, pode-se coletar informa�c~oes de sensores de um ve��culo. No

ve��culo utilizado, estes sensores medem as frequências de rota�c~ao das rodas do ve��culo

e a velocidade de transla�c~ao do ve��culo. Devido ao fato de o ve��culo usado possuir

juntas homocin�eticas, as velocidades de rota�c~ao das rodas esquerdas s~ao diferentes
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das velocidades das rodas direitas quando �e realizada uma curva, pois a junta ho-

mocin�etica ajusta estas velocidades para que as velocidades angulares de todas as

rodas sejam iguais - isto �e utilizado para facilitar curvas. Por outro lado, isto pode

permitir inferir a existência de curvas no trajeto do ve��culo a partir das leituras dos

sensores. Al�em disto, a velocidade do carro indica quanto o ve��culo se movimentou,

independentemente da dire�c~ao. Por isso, os sensores utilizados s~ao os que indicam

as velocidades de rota�c~ao das rodas traseiras esquerda e direita e o sensor de ve-

locidade. Estes sensores s~ao escolhas adequadas para o sistema, dado que eles n~ao

dependem de nenhum tipo de comunica�c~ao com o exterior do ve��culo, garantindo o

funcionamento dos mesmos nos ambientes nos quais ocorrem perdas de cobertura do

GPS. Estes sensores est~ao dispon��veis de f�abrica para qualquer ve��culo que possua

um sistema anti-bloqueio das rodas (ABS), como indicado por Daiss [14].

A Tabela 3.1 fornece as especi�ca�c~oes dos equipamentos mencionados.

Tabela 3.1: Especi�ca�c~oes dos equipamentos utilizados.

Unidade de Bordo (OBU) Cohda Wireless modelo MK5
Receptor GPS U-blox M8N, com acur�acia te�orica de 2.5m
Ve��culo Peugeot 408 modelo 2016
Tempo de Atualiza�c~ao do GPS (tGP S ) 250 ms
Tempo de Atualiza�c~ao dos Sensores (tCAN ) (49.9 +/- 0.2) ms
(determinado experimentalmente)

Vale ressaltar, nesta tabela, que o tempo de atualiza�c~ao dos sensores do CAN �e o

valor m�edio, com a incerteza atribu��da ao desvio-padr~ao, obtido a partir da an�alise

das leituras coletadas como descrito na pr�oxima se�c~ao.

3.1.1 Formato das Informa�c~oes Dispon��veis

Esta se�c~ao visa explicar como est~ao organizados os dados obtidos de cada equipa-

mento.

Posi�c~oes

As posi�c~oes, como mencionado anteriormente, s~ao dadas por um sistema de coorde-

nadas bidimensional. A latitude varia de 0 a 90o para norte ou para sul. No receptor

GPS, a no�c~ao de dire�c~ao �e fornecida pelo sinal do valor da latitude. Valores positivos

correspondem a pontos localizados no hemisf�erio Norte da Terra, e valores negativos

indicam a localiza�c~ao no hemisf�erio Sul. A longitude varia de 0 a 180o para leste ou

para oeste. Analogamente �a latitude, a dire�c~ao �e dada pelo sinal. Valores positivos

indicam o posicionamento no hemisf�erio Leste, e valores negativos correspondem ao

hemisf�erio Oeste.
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As leituras vêm acompanhadas de uma marca de tempo (outimestamp), que

indica quando uma determinada posi�c~ao foi obtida. Por padr~ao, o valor �e for-

necido no formato Unix time, que indica quanto tempo passou desde a meia-

noite do dia primeiro de janeiro de 1970. No caso do receptor GPS, ele in-

dica esse valor com a precis~ao de cent�esimos de segundos, assumindo uma uni-

dade como um segundo. Um exemplo de leitura obtida atrav�es do receptor �e:

1483559537.15,-22.861166833,-43.227934 , onde o primeiro campo �e a marca

de tempo, o segundo campo �e a latitude e o �ultimo valor �e a longitude.

Sensores

Os sensores instalados no ve��culo utilizado medem as frequências de rota�c~ao das

rodas traseira esquerda e traseira direita e a velocidade de transla�c~ao do carro. As

frequências de rota�c~ao das rodas s~ao fornecidas como frequências, ou seja, quan-

tas vezes em um segundo a roda gira em torno do seu eixo. A unidade para isto

�e Hz. A velocidade do carro �e dada em metros por segundo (m/s). A leitura

destes sensores tamb�em �e fornecida com uma marca de tempo, esta com uma pre-

cis~ao 100 vezes maior que a temporiza�c~ao do GPS. A medida de tempo tamb�em

assume segundos como unidades. Um exemplo de leitura obtida atrav�es do CAN �e:

1483559091.5779,2.41015625,2.3619791667,5.1080729167, na qual o primeiro

campo �e a marca de tempo (pode-se ver que h�a duas casas decimais a mais que a

marca de tempo do GPS, dado que a precis~ao da sua marca de tempo �e 100 vezes

maior), o segundo campo �e a frequência de rota�c~ao da roda traseira esquerda, o

terceiro valor �e a frequência de rota�c~ao da roda traseira direita e o �ultimo valor �e a

velocidade de transla�c~ao do ve��culo.

3.2 Coleta dos Dados

Foram coletados dados reais de posicionamento e das velocidades de rota�c~ao das

rodas de um ve��culo. Para realizar isto, a unidade de bordo mencionada na se�c~ao

anterior foi conectada ao ve��culo atrav�es de seu barramento CAN e programada para

coletar as leituras dos sensores ligados ao CAN e as leituras do receptor GPS da

pr�opria OBU. Com esta con�gura�c~ao, o ve��culo percorreu um trajeto no campus da

Ilha do Fund~ao da Universidade Federal do Rio de Janeiro. Os dados coletados foram

extra��dos da OBU para um notebookatrav�es de uma conex~ao cabeadaEthernet.

No momento da coleta dos dados, o tempo atmosf�erico era ensolarado, com c�eu

sem nuvens. A regi~ao em que os dados foram coletadas n~ao tinha a presen�ca de

obst�aculos causadores de perdas de sinal. Dado que as condi�c~oes atmosf�ericas têm

efeitos na acur�acia do receptor GPS, estas condi�c~oes s~ao as mais adequadas para
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coletar dados para o treino dos modelos. A tabela abaixo lista caracter��sticas gerais

do conjunto de dados coletado.

Tabela 3.2: Especi�ca�c~oes gerais do conjunto de dados coletado.

N�umero de Leituras do GPS 2107
N�umero de Leituras do CAN 13614
Tamanho dos Dados 796,8kilobytes

3.3 An�alise do Conjunto de Dados

Esta se�c~ao descreve a an�alise realizada sobre os dados coletados conforme descrito

na se�c~ao anterior. S~ao considerados os comportamentos dos dados com o tempo

e as m�etricas de autocorrela�c~ao para escolher poss��veis candidatos de estimadores

adequados. Toda a an�alise feita foi programada na linguagem Python e usou as

bibliotecas Statsmodels [12] e SciPy [15] para os c�alculos das m�etricas de correla�c~ao

e a biblioteca PyPlot [16] para a gera�c~ao dos gr�a�cos.

3.3.1 Posi�c~ao Geogr�a�ca

A primeira an�alise ser�a feita com as posi�c~oes obtidas. O comportamento de cada

coordenada ser�a veri�cado separadamente.

Comportamento no Tempo

Para iniciar a an�alise do conjunto de dados, os dados ser~ao apresentados em diversos

gr�a�cos, nos quais se pode observar o comportamento das grandezas de interesse.

Um gr�a�co que exibe o per�l do trajeto pode ser vista na Figura 3.2 abaixo. Al�em

disso, as Figuras 3.3 e 3.4 exibem o comportamento dos dois ângulos determinantes

da posi�c~ao, a latitude e a longitude.

Evidentemente, o comportamento destas vari�aveis depende do local em que o

objeto de interesse est�a no momento. Neste conjunto de dados, como se pode ver

pelos gr�a�cos, isto faz com que a m�edia dependa do instante, gerando um compor-

tamento acentuado dem�edia m�ovel . Isto signi�ca que os sinais da latitude e da

longitude n~ao s~ao estacion�arios. A an�alise dos dados com as ferramentas de s�eries

temporais, portanto, se torna pouco acurada, pois afetar�a as m�etricas de correla�c~ao,

que assumem a estacionariedade. Por este motivo, foi extra��da a primeira diferen�ca

das coordenadas, conforme visto no Cap��tulo 2.

Outro argumento para fazer isto �e o fato de que treinar um modelo de Aprendi-

zado de M�aquina com o valor das coordenadas associa as estimativas das posi�c~oes

ao intervalo assumido por elas no conjunto de dados. Caso o modelo precisasse
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Figura 3.2: Trajeto realizado na coleta de dados pela Ilha do Fund~ao.

Figura 3.3: Comportamento da latitude em rela�c~ao ao tempo.

ser utilizado em outro local, fora do campus da Ilha do Fund~ao, seria necess�ario

retrein�a-lo com novos dados. Utilizar as diferen�cas torna o modelo independente da

localidade. A primeira diferen�ca das coordenadas fornece uma no�c~ao davelocidade

da s�erie.

Os comportamentos da primeira diferen�ca de latitude e primeira diferen�ca de

longitude s~ao exibidos respectivamente nas Figuras 3.5 e 3.6, nas quais as m�edias

das s�eries s~ao indicadas com uma linha horizontal vermelha. Uma inspe�c~ao visual
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Figura 3.4: Comportamento da longitude em rela�c~ao ao tempo.

Figura 3.5: Comportamento da primeira diferen�ca da latitude em rela�c~ao ao tempo.

nos gr�a�cos indica que o comportamento de m�edia m�ovel foi suavizado. No entanto,

ainda est�a presente. Este �e um comportamento esperado, dado que as varia�c~oes na

posi�c~ao dependem das velocidades linear e angular do ve��culo, que dependem do

comportamento do motorista e das caracter��sticas da pista. As varia�c~oes tamb�em

dependem dos fatores que afetam a precis~ao do receptor GPS, discutidos na In-

trodu�c~ao deste trabalho, que podem gerar ru��dos nas leituras extra��das.

A s�erie resultante da primeira diferencia�c~ao apresenta, portanto, diversas
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Figura 3.6: Comportamento da primeira diferen�ca da longitude em rela�c~ao ao tempo.

tendências: h�a comportamentos de m�edia m�ovel com diferentes intensidades e a

amplitude das oscila�c~oes �e vari�avel durante todo o trajeto. A amplitude aparente-

mente depende da velocidade do ve��culo, dado que, ao in��cio da coleta dos dados,

o ve��culo sa��a de um estacionamento e ao �m da mesma o ve��culo retornava ao

estacionamento, desenvolvendo baixas velocidades nos dois momentos. Em uma

tentativa de suprimir estas tendências para aproximar o comportamento da s�erie

de um comportamento estacion�ario, remover dependências dos estados anteriores e

suprimir fatores de imprecis~ao do GPS que apresentem comportamentos peri�odicos

com frequências menores que as do receptor, foi gerada uma terceira s�erie temporal

por meio do c�alculo das segundas diferen�cas. Este valor fornece uma no�c~ao daace-

lera�c~ao da s�erie. O comportamento da segunda diferen�ca �e exibido nas Figuras 3.7

e 3.8, nas quais a linha vermelha novamente indica a m�edia da s�erie.

Ap�os a transforma�c~ao, uma inspe�c~ao visual indica que o comportamento de

m�edia m�ovel foi suprimido. Os valores tendem a oscilar em torno da m�edia, cujo va-

lor �e aproximadamente 0. No entanto, ainda existe um comportamento dependente

do tempo que afeta a amplitude destas oscila�c~oes. Este efeito ocorre por causa da

varia�c~ao na acelera�c~ao do ve��culo (tamb�em chamada de arrancada oujerk), uma

medida que talvez possa ser capturada a partir dos sensores. Novas diferencia�c~oes

n~ao afetam o comportamento da s�erie temporal, de modo que a maior ordem de di-

ferencia�c~ao que pode ser considerada a partir destes dados �e 2. Dado que os valores

da s�erie assumem valores com uma ordem de grandeza de 10� 5, transforma�c~oes das

s�eries temporais das coordenadas atrav�es do c�alculo do logaritmo e da raiz quadrada

tamb�em n~ao provocaram qualquer altera�c~ao neste comportamento.
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Figura 3.7: Comportamento da segunda diferen�ca da latitude em rela�c~ao ao tempo.

Figura 3.8: Comportamento da segunda diferen�ca da longitude em rela�c~ao ao tempo.

A seguir, s~ao apresentados os comportamentos das m�etricas de autocorrela�c~ao

para a primeira e a segunda diferen�cas, para determinar a dependência dos seus

valores em rela�c~ao ao passado.

Medidas de Autocorrela�c~ao

Primeiramente, ser�a considerada a primeira diferen�ca das coordenadas. As Figu-

ras 3.9 e 3.10 apresentam os autocorrelogramas e autocorrelogramas parciais para
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as primeiras diferen�cas da latitude e da longitude. Os gr�a�cos incluem o valor para

o atraso 0 (que �e 1). Neste contexto, atraso �e o espa�camento em tempo entre duas

leituras da mesma vari�avel. Desta maneira, as medidas de autocorrela�c~ao podem

fornecer candidatos a termos autorregressivos e/ou de m�edia m�ovel.

(a) Latitude. (b) Longitude.

Figura 3.9: Autocorrela�c~oes das primeiras diferen�cas das coordenadas.

(a) Latitude. (b) Longitude.

Figura 3.10: Autocorrela�c~oes parciais das primeiras diferen�cas das coordenadas.

Os comportamentos das m�etricas para as primeiras diferen�cas das duas coorde-

nadas s~ao, visualmente, muito pr�oximos. Os valores da autocorrela�c~ao, por apre-

sentarem uma tendência decrescente, sem quedas abruptas de valor, indicam que

um bom estimador para as primeiras diferen�cas n~ao �e um modelo MA, conforme

as discuss~oes anteriores. O valor da autocorrela�c~ao parcial tamb�em n~ao apresenta

quedas abruptas de valor. O comportamento indicado aqui indica que o modelo se

trata de um ARMA, ou seja, as primeiras diferen�cas das coordenadas apresentam

dependências de termos anteriores e de termos de ru��do. No entanto, as diversas

tendências presentes na s�erie violam a condi�c~ao de estacionariedade que os modelos

de s�eries temporais utilizam, e isto pode ser a causa do comportamento apresentado

nos gr�a�cos.
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(a) Latitude. (b) Longitude.

Figura 3.11: Autocorrela�c~oes das segundas diferen�cas das coordenadas.

(a) Latitude. (b) Longitude.

Figura 3.12: Autocorrela�c~oes parciais das segundas diferen�cas das coordenadas.

As Figuras 3.11 e 3.12 apresentam os autocorrelogramas e autocorrelogramas

parciais para as segundas diferen�cas da latitude e da longitude. O comportamento

exibido nestes �ultimos gr�a�cos �e diferente quanto �a autocorrela�c~ao: o gr�a�co exibe

alguns picos de signi�cância afastados entre si. A constru�c~ao te�orica de um modelo

MA indica que os picos de autocorrela�c~ao s~ao adjacentes, logo, picos espa�cados s~ao

comportamentos errôneos e, portanto, a aplica�c~ao de um termo MA com atraso 1

poderia ser interessante.

Aplicar uma segunda diferencia�c~ao parece ter removido os comportamentos de

m�edia m�ovel exibidos no gr�a�co da primeira diferen�ca. No entanto, o comporta-

mento do motorista, n~ao peri�odico e imprevis��vel, gera uma tendência remanescente:

um comportamento de amplitude vari�avel. Esta tendência tem efeitos nos valores

da autocorrela�c~ao, e isto se re
ete nestes resultados.

Dado que as s�eries temporais da primeira e da segunda diferen�cas das coordena-

das apresentam tendências que n~ao puderam ser tratadas, tendo a estacionariedade

comprometida, pode-se concluir que modelos de s�eries temporais n~ao-ex�ogenos n~ao

formar~ao estimadores adequados. H�a uma clara dependência do estado do ve��culo,
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e as estimativas das posi�c~oes devem utilizar medidas que o representem. Portanto,

n~ao se pode precisar a quantidade de termos autorregressivos, e o uso de vari�aveis

auxiliares { dados dos sensores { faz-se necess�ario.

Por isto, os três tipos de modelos que podem ser utilizados aqui s~ao os modelos

ARIX, NARIX, est�atico e regress~ao dinâmica. Neste caso, para evitar perdas de

informa�c~oes importantes para as estimativas, um fenômeno comum no uso de altas

ordens de diferencia�c~oes [10], optou-se por utilizar apenas a primeira diferen�ca das

coordenadas.

Pode-se utilizar os dados dos sensores como informa�c~oes auxiliares na deter-

mina�c~ao do comportamento do motorista para particionar o conjunto de dados e

aplicar cada parte em um modelo independente, a �m de suavizar o efeito das

tendências remanescentes. Al�em disto, como mencionado no par�agrafo anterior, as

informa�c~oes dadas por eles s~ao necess�arias para representar o estado do ve��culo.

Para veri�car a capacidade destes em realizar estas duas tarefas, a seguir as s�eries

temporais dos três sensores s~ao analisadas com as m�etricas j�a descritas e, por �m, a

correla�c~ao cruzada entre coordenadas geogr�a�cas e valores dos sensores �e analisada.

3.3.2 Sensores

Como discutido anteriormente, s~ao três os valores fornecidos pelos sensores:

� Frequência de rota�c~ao (em Hz) da roda traseira esquerda do carro;

� Frequência de rota�c~ao (em Hz) da roda traseira direita do carro;

� Velocidade de transla�c~ao do carro, em m/s.

Os três valores variam com o tempo durante o percurso. Logo, ser~ao analisados

como s�eries temporais.

Comportamento no Tempo

Uma primeira an�alise �e veri�car o comportamento dos valores assumidos pelas s�eries

com o tempo. As Figuras 3.13 e 3.14 s~ao gr�a�cos que apresentam estes comporta-

mentos.

Uma inspe�c~ao visual permite concluir que os três comportamentos s~ao muito

parecidos. Existem comportamentos evidentes de m�edia m�ovel e amplitude vari�avel

nas s�eries.

Duas informa�c~oes interessantes para se obter a partir destes sensores s~ao os

momentos em que o ve��culo est�a fazendo uma curva, andando em linha reta e parado.

Determinar se o ve��culo est�a parado ou n~ao �e determin�avel apenas pela velocidade,

mas, para as outras informa�c~oes, as duas frequências de rota�c~ao s~ao necess�arias.
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(a) Roda esquerda. (b) Roda direita.

Figura 3.13: Comportamentos das frequências de rota�c~ao das rodas com o tempo.

Figura 3.14: Comportamento da velocidade de transla�c~ao do carro com o tempo.

Para analisar estes estados, foi gerado um gr�a�co que representa as diferen�cas entre

as duas frequências de rota�c~ao em um instante contra as velocidades de transla�c~ao

no mesmo instante. Esta �e a Figura 3.15. Valores negativos da diferen�ca entre as

frequências indicam um valor maior da frequência da roda direita, o que indica uma

curva para a esquerda, e valores positivos da diferen�ca indicam um valor maior da

frequência da roda esquerda, o que indica uma curva para a direita.

Neste gr�a�co, �e poss��vel notar que est~ao presentes diversos regimes de movimento.

Quando o ve��culo est�a parado, a velocidade informada deve ser, teoricamente, nula.

Caso o sensor apresente ru��dos, o valor informado deve ser pr�oximo de 0, possivel-

mente n~ao-nulo. �E poss��vel notar que, mesmo com a velocidade assumindo estes

valores, h�a pequenas diferen�cas entre as rodas vis��veis no gr�a�co. Isto indica a

existência de ru��dos nos sensores. H�a curvas para a esquerda e para a direita, indi-
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Figura 3.15: Diferen�cas entre frequências de rota�c~ao contra velocidades.

cadas pelas metades esquerda e direita da imagem. Os valores para a diferen�ca entre

as frequências de rota�c~ao das rodas tendem a diminuir com o aumento da veloci-

dade, o que re
ete o comportamento feito na coleta dos dados: curvas mais fechadas

foram feitas a menores velocidades. Mesmo nas maiores velocidades alcan�cadas, h�a

pontos em que a diferen�ca entre as frequências n~ao �e nula; isto pode ser um indica-

tivo do efeito do ru��do ou da mudan�ca de faixa do carro dentro de uma via. Estes

comportamentos refor�cam a ideia de que se pode separar os dados em diferentes

partes com diferentes comportamentos. Como n~ao se sabe quais s~ao os comporta-

mentos exatos dos ru��dos dos sensores, uma alternativa apropriada para separar os

diferentes comportamentos assumidos pelo ve��culo �e utilizar um m�etodo de an�alise

de agrupamentos como o K-M�edias, descrito no cap��tulo anterior, que aprende os

padr~oes existentes nos dados. Os comportamentos das três leituras dos sensores

indicam um comportamento de m�edia m�ovel. Isto depende, mais uma vez, do com-

portamento do motorista e das caracter��sticas da via. Como este comportamento

de m�edia m�ovel se manifesta tamb�em no comportamento das posi�c~oes geogr�a�cas,

n~ao ser~ao aplicadas diferencia�c~oes aos valores dos sensores.

M�etricas de Autocorrela�c~ao

Por �m, para veri�car se termos de diferentes instantes das leituras est~ao correla-

cionados, devem ser analisadas a autocorrela�c~ao e a autocorrela�c~ao parcial para os

três sensores. As Figuras 3.16 a 3.19 a seguir apresentam os autocorrelogramas e

autocorrelogramas parciais para as três leituras.
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(a) Roda esquerda. (b) Roda direita.

Figura 3.16: Autocorrela�c~oes das frequências de rota�c~ao das rodas.

Figura 3.17: Autocorrela�c~ao da velocidade de transla�c~ao do ve��culo.

(a) Roda esquerda. (b) Roda direita.

Figura 3.18: Autocorrela�c~oes parciais das frequências de rota�c~ao das rodas.
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Figura 3.19: Autocorrela�c~ao parcial da velocidade de transla�c~ao do ve��culo.

O que se pode observar destas imagens �e que a autocorrela�c~ao em todos os casos

apresenta um comportamento decrescente sem quedas abruptas para valores abaixo

do limiar de signi�cância. Isto indica que as s�eries temporais dos sensores apresen-

tam um comportamento autorregressivo, ou seja, indica que os valores apresentados

pelos sensores dependem dos valores que eles exibiram anteriormente. Logo, para

a constru�c~ao do estimador, deve-se escolher atrav�es da correla�c~ao cruzada o termo

atrasado dos sensores com o maior valor para a correla�c~ao cruzada, de modo a evitar

incluir dependências entre as vari�aveis de entrada nos algoritmos de Aprendizado de

M�aquina.

3.3.3 An�alise da Correla�c~ao Cruzada

A medida de correla�c~ao cruzada foi extra��da entre as duas coordenadas e as três

leituras fornecidas pelos sensores. As Figuras 3.20 a 3.22 apresentam as correla�c~oes

cruzadas para a primeira diferen�ca da latitude, e as Figuras 3.23 a 3.25 mostram

as correla�c~oes cruzadas para a primeira diferen�ca da longitude, indicando as de-

pendências entre as varia�c~oes das coordenadas e os valores dos sensores.

Os gr�a�cos indicam um comportamento peri�odico da correla�c~ao cruzada: h�a dois

picos seguidos por dois valores mais baixos. Todos os valores de atraso no intervalo

de 0 a 30 apresentam valores signi�cativos. Isto indica que o melhor atraso a se

utilizar no estimador �e o atraso 0 (ou seja, o valor mais recente dos sensores), dado

que este �e o valor mais recente e com o maior valor para a correla�c~ao cruzada.

Dado o comportamento autorregressivo das medidas dos sensores, apenas 1 valor

dos sensores deve ser utilizado.
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Figura 3.20: Correla�c~ao Cruzada entre a primeira diferen�ca da latitude e a frequência
de rota�c~ao da roda esquerda.

Figura 3.21: Correla�c~ao Cruzada entre a primeira diferen�ca da latitude e a frequência
de rota�c~ao da roda direita.

A an�alise realizada aqui resulta em algumas conclus~oes:

� Os modelos de s�eries temporais n~ao-ex�ogenos n~ao s~ao estimadores adequados

para as posi�c~oes ou para as suas diferen�cas: existe um comportamento de

amplitude vari�avel dependente do comportamento do motorista e das carac-
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Figura 3.22: Correla�c~ao Cruzada entre a primeira diferen�ca da latitude e a frequência
de rota�c~ao da roda esquerda.

Figura 3.23: Correla�c~ao Cruzada entre a primeira diferen�ca da longitude e a
frequência de rota�c~ao da roda esquerda.

ter��sticas da pista que n~ao pôde ser eliminado pelas t�ecnicas de tratamento de

tendências, violando o princ��pio de estacionariedade das s�eries temporais, que

garante a validade destes modelos;
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Figura 3.24: Correla�c~ao Cruzada entre a primeira diferen�ca da longitude e a
frequência de rota�c~ao da roda direita.

Figura 3.25: Correla�c~ao Cruzada entre a primeira diferen�ca da longitude e a
frequência de rota�c~ao da roda esquerda.

� As leituras dos sensores exibem um comportamento autorregressivo. Devido a

isto, inserir mais de um valor atrasado adiciona dependências entre vari�aveis

de entrada de um modelo de Aprendizado de M�aquina, o que prejudica as

estimativas;
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� Deve-se utilizar o valor mais recente das leituras dos sensores no estimador

das posi�c~oes.

� Devido �as conclus~oes anteriores, poss��veis candidatos de modelos s~ao: ARIX,

NARIX e Modelo Est�atico.

Os modelos descritos no Cap��tulo 2 necessitam de um procedimento para deter-

minar seus parâmetros. Por isto, o Cap��tulo 4 apresenta uma descri�c~ao das t�ecnicas

de Aprendizado de M�aquina utilizadas neste projeto para estim�a-los: algoritmos de

regress~ao e t�ecnicas de pr�e-processamento que os auxiliam.
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Cap��tulo 4

T�ecnicas de Aprendizado de

M�aquina

Este cap��tulo se destina a descrever t�ecnicas da �area de Aprendizado de M�aquina que

foram utilizadas para implementar os modelos que foram selecionados na an�alise dos

dados. Inicia-se pela descri�c~ao dos modelos de Aprendizado de M�aquina considera-

dos para o c�alculo das estimativas. A seguir, discute-se t�ecnicas de processamento

utilizadas para auxili�a-los. Por �m, discutem-se as t�ecnicas para dividir um conjunto

de dados entre dados de treinamento e dados de teste dos algoritmos de interesse.

4.1 Algoritmos de Regress~ao

Para representar o comportamento dos modelos descritos anteriormente, no

Cap��tulo 2, empregar-se-~ao dois tipos de algoritmos de Aprendizado de M�aquina

para que se estime o comportamento das posi�c~oes em rela�c~ao aos seus valores an-

teriores e �as leituras dos sensores: regress~ao linear e redes neurais arti�ciais. A

regress~ao linear foi escolhida por ser um preditor de baixo custo computacional

de rela�c~oes lineares utilizado frequentemente, e a escolha pela rede neural arti�cial

foi feita porque, como ser�a visto mais adiante, ela �e considerada um aproximador

universal de fun�c~oes (incluindo fun�c~oes n~ao-lineares).

4.1.1 Regress~ao Linear

Esta subse�c~ao descreve o algoritmo de regress~ao linear, um preditor de rela�c~oes

lineares de baixo custo computacional, de acordo com o exposto por Hastie [3].

Descri�c~ao

Como mencionado no cap��tulo anterior, um modelo de regress~ao linear expressa uma

rela�c~ao linear entre uma vari�avel e um conjunto de outras vari�aveis. Dado um vetor
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de entradasxT = [ x1; x2; :::; xp], estima-se o valor da vari�avel de sa��day como:

ŷ = a0 +
pX

i =1

ai x i ; (4.1)

onde os coe�cientesai correspondem aos pesos das vari�aveisx i , e a0 �e um valor

arbitr�ario, chamado de coe�ciente linear ou bias. Para apenas uma vari�avel de

entrada e uma vari�avel de sa��da, o procedimento realizado �e um ajuste de reta,

exibido na Figura 4.1, na qual os dados experimentais s~ao representados em vermelho

e a rela�c~ao estimada pelo algoritmo �e a reta em azul.

Figura 4.1: Processo realizado por uma Regress~ao Linear unidimensional.

Uma outra maneira de representar o modelo �e adicionar o valor constante 1 ao

in��cio do vetor x, juntar a0 e os outros coe�cientesai ordenadamente no vetora e

escrever a equa�c~ao em um formato vetorial, como um produto interno:

ŷ = xT a (4.2)

ondexT �e uma opera�c~ao de transposi�c~ao vetorial.

No caso de um modelo que preveja m�ultiplas sa��das, como o sistema proposto,

a equa�c~ao pode ser expandida para um vetor de sa��dasy. Neste caso, o vetora se

torna uma matriz de coe�cientesA , na qual cada coluna corresponde a uma vari�avel

de sa��da:

ŷ = xT A : (4.3)

Ajuste dos Coe�cientes

Existem v�arios m�etodos para ajustar os coe�cientesai . O mais utilizado �e o m�etodo

de m��nimos quadrados, que visa minimizar o erro quadr�atico (EQ) trabalhando

com a sua derivada. Considerando a existência de uma vari�avel de sa��day, que

haja n pares entrada-sa��da (yi , x i ), correspondentes aos dados dispon��veis para o
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treinamento do modelo, e que as estimativas calculadas para as sa��dasyi a partir

das entradasx i sejamŷi , o EQ pode ser escrito como:

EQ(a) =
nX

i =1

(yi � ŷi )2: (4.4)

Usando a Equa�c~ao 4.2, obtemos a seguinte express~ao:

EQ(a) =
nX

i =1

(yi � xT
i a)2: (4.5)

O EQ �e uma fun�c~ao quadr�atica dos parâmetrosa, e, portanto, sempre existe um

valor m��nimo para ele, mas �e poss��vel que ele n~ao seja �unico. Reescrevendo o EQ

em uma nota�c~ao matricial, obtemos:

EQ(a) = ( y � Xa )T (y � Xa ); (4.6)

onde X �e uma matriz n � p, sendo cada linha um vetor de entrada, de um par

entrada-sa��da, e y um vetor de dimens~aon, correspondendo a todas as sa��das do

conjunto de treinamento. Derivando o EQ em rela�c~ao aa e igualando esta derivada

a 0 (a condi�c~ao que �e v�alida para um ponto de extremo), obtemos as equa�c~oes

normais:

X T (y � Xa ) = 0 : (4.7)

Se X T X n~ao for uma matriz singular (isto �e, se ela possuir uma matriz inversa),

ent~ao a solu�c~ao �unica �e dada por:

â = ( X T X )� 1X T y: (4.8)

As estimativas para as sa��das podem ser, ent~ao, calculadas como:

ŷi = ŷ(x i ) = ( x i )T â: (4.9)

O modelo de Regress~ao Linear ser�a utilizado neste projeto como estimador dos

modelos lineares.

4.1.2 Rede Neural Arti�cial

Esta subse�c~ao faz uma descri�c~ao do modelo de uma Rede Neural Arti�cial de acordo

com o exposto por Haykin [17] e Silva [18].
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De�ni�c~ao

As Redes Neurais Arti�ciais (RNAs) surgiram como modelos matem�aticos que bus-

cavam emular o processamento neural humano. A unidade b�asica das mesmas �e o

neurônio arti�cial que, a partir de um conjunto de valores de entrada, realiza uma

computa�c~ao sobre a soma ponderada dos mesmos.

O tipo de RNA mais frequentemente utilizado �e o Perceptron de M�ultiplas Ca-

madas (ou MLP - Multi-Layer Perceptron). Esta �e uma arquitetura que utiliza

m�ultiplos neurônios agrupados em camadas com diferentes fun�c~oes. Os neurônios

de duas camadas s~ao interligados, mas os neurônios de uma mesma camada n~ao

possuem liga�c~oes. Com isto, os valores resultantes das computa�c~oes dos neurônios

de uma camada s~ao o conjunto dos valores de entrada da pr�oxima camada. A Fi-

gura 4.2 apresenta um diagrama da arquitetura MLP, que gera um vetor de sa��das

y a partir do vetor de entradasx.

Figura 4.2: Diagrama da arquitetura de um Perceptron de M�ultiplas Camadas.

H�a dois tipos de camadas nesta arquitetura:

� Camadas Ocultas: cada neurônio da camada oculta tem como entradas os

valores das vari�aveis de entrada da rede ou as sa��das de todos os neurônios

de uma camada oculta anterior. Os resultados dos processamentos realizados

nos neurônios de uma camada oculta podem ser fornecidos para uma outra

camada oculta ou para uma camada de sa��da;

� Camada de Sa��da: cada neurônio desta camada corresponde a uma vari�avel

de sa��da. Os neurônios desta camada recebem como entradas os resultados de

todos os neurônios da �ultima camada oculta. Os resultados das computa�c~oes

destes neurônios correspondem �as vari�aveis de sa��da do modelo.

A computa�c~ao realizada por um neurônio pode ser descrita da seguinte forma:

realiza-se uma soma com pesos de todas as suas entradas. Esta soma �e aplicada
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a uma fun�c~ao de ativa�c~ao, que fornece a sa��da do neurônio. Este processamento �e

exibido na equa�c~ao abaixo:

vi = f (w0 +
nX

i =1

wnxn ) = f (ui ); (4.10)

na qual vi �e o resultado da computa�c~ao do neurônio,f �e a fun�c~ao de ativa�c~ao

atribu��da ao neurônio, w0 �e um valor de ajuste, tamb�em chamado devi�es ou bias,

wi �e o peso da entradax i e ui �e uma abrevia�c~ao para a soma ponderada das entradas

e do vi�es. A Figura 4.3 apresenta um diagrama do neurônio arti�cial.

Figura 4.3: Diagrama de um neurônio, unidade b�asica de processamento de uma
RNA.

Uma fun�c~ao de ativa�c~ao �e qualquer fun�c~ao que, a partir de uma entrada num�erica,

forne�ca uma sa��da tamb�em num�erica. As fun�c~oes de ativa�c~ao mais frequentemente

utilizadas para os neurônios s~ao:

� Fun�c~ao linear ou identidade (f (x) = x): n~ao modi�ca o valor da entrada; a

sa��da do neurônio ser�a, portanto, a soma ponderada das entradas;

� Fun�c~ao tangente hiperb�olica:

f (x) = tanh(x) =
1 � e� 2x

1 + e� 2x
; f (x) 2 [� 1; +1]; (4.11)

� Fun�c~ao sigmoide:

f (x) =
1

1 + e� x
; f (x) 2 [0; +1]; (4.12)

� Fun�c~ao reti�cadora (f (x) = max(0; x)).

Pode-se atribuir fun�c~oes de ativa�c~ao diferentes para cada neurônio ou para cada

camada, e o n�umero de camadas ocultas pode ser ajustado. Estas fun�c~oes podem
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ser utilizadas para o contexto de classi�ca�c~ao ou em problemas de regress~ao. Como

este trabalho objetiva resolver um problema de regress~ao, as redes descritas aqui s~ao

de interesse para este problema.

Dado que j�a h�a um modelo de regress~ao para fun�c~oes lineares, o interesse na

RNA �e o de elaborar um aproximador de fun�c~oes n~ao-lineares. Logo, deseja-se que

o conjunto de neurônios realize um processamento n~ao-linear sobre as entradas.

Dimensionamento de uma RNA para Aproxima�c~ao de Fun�c~oes

Cybenko [19] e Hornik [20] demonstram, em seus trabalhos, um teorema interes-

sante para o dimensionamento de uma rede neural aproximadora de fun�c~oes a partir

de fun�c~oes sigmoidais. Sendo uma fun�c~ao sigmoidal uma fun�c~ao� cujos valores

assumidos s~ao, como mencionado anteriormente:

� (t) ! 1; t ! + 1 ; (4.13)

� (t) ! 0; t ! �1 ; (4.14)

o teorema �e o seguinte:

Teorema da Aproxima�c~ao Universal: seja I m o hipercubo m-dimensional

[0; 1]m . O espa�co de fun�c~oes cont��nuas com dom��nioI m �e C(I m ). Ent~ao, dados

um valor � > 0, uma fun�c~ao qualquerf 2 C(I m ) e uma fun�c~ao sigmoidal� , existe

um n�umero inteiro N �nito, constantes reaisai ; bi 2 R e vetores reaiswi 2 Rm , em

que i = 1; 2; 3; : : : ; N de modo que o somat�orio �nito:

F (x) =
NX

i =0

ai � (wT
i x + bi ); (4.15)

seja um aproximador def (x) que satisfa�ca a condi�c~ao:

jF (x) � f (x)j < �; 8x 2 I m : (4.16)

Ou seja, atribuindo uma quantidade su�ciente de fun�c~oes sigmoidais ao somat�orio, �e

poss��vel gerar um aproximador para a fun�c~ao desejada com algum n��vel de precis~ao.

Para que a aproxima�c~ao apresente um erro menor, �e necess�ario aumentar a quan-

tidade de fun�c~oes sigmoidais no somat�orio. Dado que �e poss��vel converter a fun�c~ao

tangente hiperb�olica em uma fun�c~ao sigmoidal atrav�es da transforma�c~ao:

tanh(x) = 2 � (2x) � 1; (4.17)

este teorema tamb�em vale para a fun�c~ao tangente hiperb�olica.
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A conclus~ao que se pode obter atrav�es deste teorema �e o fato de que, para a

aproxima�c~ao de qualquer fun�c~ao com uma rede neural, apenas �e necess�ario utilizar

1 camada oculta, na qual todos os neurônios de camada oculta apresentem a fun�c~ao

sigmoidal ou a fun�c~ao tangente hiperb�olica como fun�c~ao de ativa�c~ao e na qual os

neurônios de sa��da possuam a fun�c~ao de ativa�c~ao linear. Para aprimorar o n��vel de

precis~ao, deve-se ajustar a quantidade de neurônios da camada oculta. A seguir,

explica-se o procedimento utilizado para ajustar os pesos de uma rede neural.

Ajuste dos Pesos

Como mencionado anteriormente, cada neurônio realiza uma soma ponderada de

suas entradas. Este mecanismo permite ajustar as importâncias de cada entrada e

o valor do vi�es. �E por meio dos pesos e dos vieses que a rede neural registra o seu

\conhecimento" do problema. Para que se ajuste os pesos de maneira apropriada,

�e necess�ario um crit�erio de desempenho. Para problemas de regress~ao, a m�etrica

utilizada �e o erro m�edio quadr�atico, de�nido nas equa�c~oes abaixo:

EMQ (W) =
1
m

mX

j =1

nX

i =1

(yi;m � ŷi;m )2; (4.18)

ou

EMQ (W) = E[
nX

i =1

(yi � ŷi )2]; (4.19)

nas quaisyi;m �e o valor do conjunto de dados da vari�avel de sa��dayi na leitura m, ŷi;m

�e a sua estimativa calculada atrav�es da Rede Neural eW �e o conjunto de todos os

pesos. Deste modo, esta fun�c~ao calcula a m�edia entre todos os pares entrada-sa��da

da soma dos erros em cada vari�avel de sa��da prevista.

Dado que �e dif��cil obter uma solu�c~ao anal��tica para o m��nimo desta fun�c~ao (por-

que se considera fun�c~oes de ativa�c~ao n~ao-lineares), utiliza-se m�etodos iterativos para

o ajuste dos pesos visando minimizar esta fun�c~ao.

O m�etodo mais comumente utilizado �e o m�etodo do Gradiente Descendente.

Este busca o m��nimo de uma fun�c~ao realizando pequenos passos na dire�c~ao oposta

�a derivada da fun�c~ao, dado que o gradiente de uma fun�c~ao indica a dire�c~ao de maior

crescimento. A varia�c~ao aplicada a um parâmetro qualquerp do qual uma fun�c~ao

F depende pode ser representada pela equa�c~ao:

� p = � �
@F
@p

: (4.20)

O parâmetro � indica o tamanho do passo dado e, no vocabul�ario de redes neurais,

tamb�em �e chamado de taxa de aprendizado. N~ao h�a um crit�erio �xo para escolhê-lo,

mas existem valores t��picos que s~ao adotados dependendo da natureza do problema.
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Para problemas de regress~ao, costuma-se adotar os valores 0.05 e 0.1. Taxas de

aprendizado muito baixas tornam o resultado obtido mais preciso e aumentam a

probabilidade de se encontrar um m��nimo global. Por�em, tornam o treinamento

mais lento. Por outro lado, taxas de aprendizado mais altas aceleram o treinamento,

mas reduzem a probabilidade de se encontrar um m��nimo global.

Dado que a estimativa do modelo depende dos pesos, o seu erro de predi�c~ao

tamb�em depende dos mesmos, de modo que usar este m�etodo �e v�alido. No entanto,

no caso de uma rede neural, existem dependências indiretas, fazendo com que as

derivadas sejam resolvidas atrav�es da regra da cadeia. No treinamento, os valores

de bias (vi�es) e todos os pesos da rede neural s~ao ajustados conforme este m�etodo.

Para analisar o que envolve os ajustes dos pesos por gradiente descendente, a seguir

ser~ao desenvolvidas as express~oes de ajuste de pesos por este m�etodo.

Para isto, suponha uma rede MLP comk sa��das. Dado que se deseja minimizar

o erro m�edio quadr�atico, a Equa�c~ao 4.20 pode ser transformada em:

� p = � �
@EMQ

@p
: (4.21)

Como quaisquer parâmetros da rede neural afetam sua estimativa das sa��das, pode-

se usar a regra da cadeia:

� p = � �E [
kX

i =1

@(yi � ŷi )2

@̂yi

@̂yi

@p
]: (4.22)

Aplicando-a novamente, obt�em-se:

� p = � �E [
kX

i =1

@(yi � ŷi )2

@(yi � ŷi )
@(yi � ŷi )

@̂yi

@̂yi

@p
]; (4.23)

ou

� p = � �E [
kX

i =1

2(yi � ŷi )( � 1)
@̂yi

@p
; (4.24)

ou

� p = 2�E [
kX

i =1

(yi � ŷi )
@̂yi

@p
]: (4.25)

O resultado da �ultima derivada depende do tipo de parâmetro da rede. Caso

haja uma dependência indireta, a regra da cadeia deve ser aplicada mais vezes.

Para desenvolver esta express~ao para parâmetros espec���cos, suponha que a rede

neural em quest~ao possua apenas 1 entrada, 1 sa��da e 1 neurônio de camada oculta,

para �ns de simplicidade. Neste caso, a equa�c~ao se torna:

� p = 2�E [(ys � ŷs)
@̂ys

@p
]; (4.26)
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ondes �e a sa��da da rede. Caso o parâmetro seja um peso utilizado no neurônio de

sa��da, a equa�c~ao acima se torna:

� wis = 2�E [(ys � ŷs)
@̂ys

@wis
]; (4.27)

onde wis �e o peso de uma entrada do neurônio de sa��das. Caso este peso seja do

bias (chamado dewbs):

� wbs = 2�E [(ys � ŷs)]; (4.28)

porque o valor do vi�es �e sempre 1. Caso seja a sa��da do neurônio da camada oculta,

tem-se:

� whs = 2�E [(ys � ŷs)
@̂ys

@whs
]; (4.29)

sendowhs o peso dado �a sa��da do neurônio da camada oculta no neurônio de sa��da.

A derivada restante tamb�em apresenta uma dependência indireta. Aplicando nova-

mente a regra da cadeia, tem-se:

� whs = 2�E [(ys � ŷs)
@̂ys

@us

@us
@whs

]; (4.30)

onde us �e a soma ponderada realizada no neurônio de sa��da. Calculando a �ultima

derivada, chega-se �a equa�c~ao �nal para o ajuste do peso da sa��da do neurônio oculto:

� whs = 2�E [(ys � ŷs)
@̂ys

@us
vh]; (4.31)

sendovh o resultado da fun�c~ao de ativa�c~ao do neurônio da camada oculta.@̂ys
@us

�e a derivada da fun�c~ao de ativa�c~ao do neurônio de sa��da, logo depende da fun�c~ao

aplicada.

Se os parâmetros a serem ajustados forem os pesos no neurônio da camada oculta,

tem-se:

� wih = 2�E [(ys � ŷs)
@̂ys

@us

@us
@vh

@vh
@uh

@uh
@wih

]; (4.32)

onde @us
@vh

�e a derivada da combina�c~ao linear dobias com vh, logo:

� wih = 2�E [(ys � ŷs)
@̂ys

@us
(whs)

@vh
@uh

@uh
@wih

]; (4.33)

sendowih o peso do valori no neurônio oculto.

Se o peso for de um vi�es (chamadowbh para a camada oculta), tem-se:

� wbh = 2�E [(ys � ŷs)
@̂ys

@us
(whs)

@vh
@uh

]: (4.34)
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Se o peso for da entradax:

� wx = 2�E [(ys � ŷs)
@̂ys

@us
whs

@vh
@uh

x]: (4.35)

Estes resultados podem ser generalizados para outras quantidades de entradas e

sa��das:

� Para um n�umero maior de sa��das, os ajustes dos parâmetros das camadas

ocultas ser~ao computados para cada sa��da e somados;

� Para um n�umero maior de camadas ocultas, nas express~oes dos pesos das

camadas ocultas haver�a outros termos de derivadas de fun�c~oes de ativa�c~ao

dos neurônios ocultos e pesos, sendo que as express~oes para os pesos de uma

camada oculta ter~ao estes termos das camadas posteriores;

� Para um n�umero maior de neurônios em uma camada oculta, os ajustes nas

camadas anteriores dever~ao ser calculados por neurônio desta camada e soma-

dos;

� Por �m, para um n�umero maior de entradas, n~ao h�a altera�c~ao no c�alculo dos

ajustes.

Com base nestes resultados, pode-se concluir alguns fatos:

� O ajuste dos pesos requer que, em primeiro lugar, seja calculado o erro m�edio

obtido pela rede neural em todos os pares entrada-sa��da considerados no treino,

dado que ele est�a presente na f�ormula, o que exige que se realize uma estimativa

inicial.

� O ajuste dos parâmetros de uma camada depende dos pesos atribu��dos �as

sa��das dos neurônios de camadas posteriores, o que torna interessante que

estes pesos sejam ajustados previamente.

� Como as derivadas das fun�c~oes de ativa�c~ao dos neurônios est~ao presentes nas

f�ormulas, as suas express~oes anal��ticas devem ser obtidas para que elas sejam

aplicadas computacionalmente.

� Porque o erro m�edio quadr�atico �e uma fun�c~ao quadr�atica, ele possui um ponto

de m��nimo. Mas n~ao h�a garantias de que haja apenas um m��nimo global.

Podem existir m��nimos locais e, por ser utilizado um algoritmo iterativo, a

depender dos pesos iniciais, ele pode convergir em um m��nimo local.

Devido �as duas primeiras conclus~oes, os ajustes s~ao realizados de tr�as para frente,

iniciando na camada de sa��da e terminando nos pesos das entradas.
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Por conta da quarta conclus~ao, uma preocupa�c~ao no projeto de uma rede neural

�e escolher os valores iniciais dos pesos. Geralmente, utiliza-se pesos aleat�orios, a n~ao

ser que se disponha de alguma informa�c~ao pr�evia do problema.

Com base nesta discuss~ao, criou-se um algoritmo baseado no m�etodo do gradiente

descendente chamado retropropaga�c~ao do erro oubackpropagation, que �e exibido

como o Algoritmo 1:

Algoritmo 1: Retropropagac� ~ao
Entrada: tol (limiar de varia�c~ao do EMQ abaixo do qual se considera que

houve convergência) elim it (limite de itera�c~oes)
1 in��cio
2 Inicializa pesos;
3 nit  0 // n�umero de itera�c~oes atual;
4 � EMQ  + 1 // n�umero de itera�c~oes atual;
5 enquanto � EMQ > tol e nit < lim it fa�ca
6 Apresentar os exemplos do conjunto de treinamento para a rede e

obter as estimativas ^yij de cada sa��dai para cada exemploj ;
7 Calcular os errosyij � ŷij ;
8 Calcular o EMQ a partir dos erros calculados;
9 Calcular os ajustes dos pesos dos neurônios da camada de sa��da;

10 Calcular os ajustes dos pesos dos neurônios da �ultima camada oculta;
11 Calcular os ajustes dos pesos dos neurônios da pen�ultima camada

oculta;
12 (. . . );
13 Calcular os ajustes dos pesos dos neurônios da primeira camada oculta;
14 Calcular o novo valor paraEMQ ;
15 � EMQ  diferen�ca entre os dois �ultimos valores do EMQ;
16 nit  nit + 1
17 �m
18 �m

O valor de tolerância t��pico adotado neste algoritmo �e 10� 4. Dependendo do

tempo de treinamento e da complexidade da rede constru��da, pode-se atribuir um

limite para o n�umero de itera�c~oes ou n~ao. Vê-se que o algoritmo executa v�arias vezes

sobre o mesmo conjunto de dados. Uma itera�c~ao, no vocabul�ario de redes neurais,

tamb�em �e chamada de�epoca de treinamento.

Uma �ultima conclus~ao que se pode obter atrav�es desta descri�c~ao de uma RNA �e

que o ajuste nos pesos das entradas �e diretamente proporcional ao valor assumido

pelas entradas. Isto, somado ao fato de que todos os ajustes s~ao proporcionais ao

valor do erro, este sujeito �a escala das vari�aveis de sa��da, �e o que torna este algoritmo

muito sens��vel �a escala das vari�aveis empregadas. Entradas que assumem valores

maiores recebem ajustes maiores e, por isto, escalas diferentes entre as vari�aveis de

entrada podem prejudicar o treinamento. Al�em disto, usar vari�aveis que assumem
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