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Resumo daDissertação apresentada à COPPE/UFRJ como parte dos requisitos necessários
para a obtenção do grau de Mestre em Ciências (M.Sc.)

PREENCHIMENTO DE DADOS FALTANTES EM GATEWAYS DE INTERNET DAS
COISAS

Cinthya de Melo França

Maio/2021
Orientadores: Rodrigo de Souza Couto

Pedro Braconnot Velloso

Programa: Engenharia Elétrica

Em ambientes de Internet das Coisas (Internet of Things - IoT), gateways recebem
dados coletados por milhares de sensores e os enviam para o servidor de aplicação, que
executa serviços inteligentes. No entanto, os dados recebidos podem conter valores fal-
tantes por diversas razões, como problemas na rede, sensores danificados ou ataques de
segurança. Como os dados faltantes podem afetar a tomada de decisão das aplicações, é
preciso transmitir dados consistentes para o servidor de aplicação. Esta dissertação propõe
um mecanismo para preencher dados faltantes em gateways IoT, visando maior autonomia
na borda da rede. Como os gateways normalmente possuem recursos computacionais limi-
tados, os métodos responsáveis por estimar e preencher dados faltantes devem ser simples
e prover bons resultados. Assim, a proposta apresenta dois modelos de regressão baseados
em redes neurais simples. Além da qualidade das estimativas, o tempo de execução e a
quantidade de memória utilizada também são analisados. O mecanismo proposto é vali-
dado utilizando seis anos de dados meteorológicos de uma estação localizada no Rio de
Janeiro, considerando diversas porcentagens de dados faltantes. Os resultados mostram
que os modelos de rede neural apresentam desempenho melhor do que outros métodos
analisados, baseados em médias e repetição de valores anteriores, para todas as porcen-
tagens de dados faltantes. Além disso, os valores estimados pelos modelos estão próxi-
mos às medições reais de sensores. Isso é confirmado pelo coeficiente de determinação
(R-quadrado) calculado, que é maior que 0,92, e pelos erros baixos das estimativas. Os
modelos propostos também possuem baixo tempo de execução e utilizam menos de 140
KiB de memória, o que torna possível a execução em gateways IoT. Este trabalho tam-
bém mostra que os modelos de rede neural possuem um bom desempenho mesmo quando
apenas 50% dos dados estão disponíveis para treinamento, destacando a generalidade da
abordagem proposta.
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Abstract of Dissertation presented to COPPE/UFRJ as a partial fulfillment of the
requirements for the degree of Master of Science (M.Sc.)

MISSING DATA IMPUTATION IN INTERNET OF THINGS GATEWAYS

Cinthya de Melo França

May/2021

Advisors: Rodrigo de Souza Couto
Pedro Braconnot Velloso

Department: Electrical Engineering

In an IoT (Internet of Things) environment, gateways receive data from thousands of
sensors and send it to the application server, which runs intelligent services. However, re-
ceived data might have missing values due to various reasons, such as network problems,
damaged sensors, or security attacks. Missing data can affect future decision-making, so
it is necessary to transmit consistent data to the application server. This work proposes
a mechanism to impute missing data in IoT gateways, aiming at greater autonomy at the
network edge. Gateways typically have limited computing resources. Therefore, the im-
puting missing data methods must be simple and provide good results. Thus, this work
presents two regression models based on neural networks. In addition to the prediction’s
quality, both the execution time and the amount of memory used are analyzed. This mech-
anism is validated using six years of weather data from a station located in Rio de Janeiro,
considering different missing data percentages. The results show that the neural network
regression models perform better than the other imputation methods analyzed, based on
averages and repetition of previous values, for all missing data percentages. The values
predicted by the models are close to the actual sensor measurements. This is confirmed by
the coefficient of determination score (R-squared), which is greater than 0.92, and by the
few errors of the predicted values. Furthermore, the neural network implementation can
run on IoT gateways due to its short execution time and low memory usage, which is less
than 140 KiB. This work also shows that the models perform well even when 50% of the
data is available for training, highlighting the proposed approach’s generality.
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Capítulo 1

Introdução

Novos dispositivos inteligentes surgem a cada dia e são usados em grandes quanti-

dades. Esses dispositivos são capazes de monitorar e coletar dados por meio de senso-

res, processá-los e transmiti-los pela Internet. Tais dispositivos podem ser, por exem-

plo, smartphones, relógios inteligentes e câmeras de segurança. Nesse cenário, utiliza-se

o conceito de Internet das Coisas (do inglêsInternet of Things- IoT), que consiste em

conectar dispositivos comuns do dia-a-dia à Internet, desde que eles tenham capacidade

computacional e de comunicação [1]. Essa conexão permite que os dispositivos sejam

controlados remotamente, troquem informações e interajam com as pessoas, resultando

em maior e�ciência e produtividade, tanto na área acadêmica quanto na industrial [1, 2].

Isso porque tais dispositivos permitem o monitoramento do ambiente em tempo integral,

sem necessidade de intervenção humana. Dessa forma, a IoT possibilitou que novas aplica-

ções surgissem, como, por exemplo, cidades e casas inteligentes [1, 3]. Cada uma dessas

aplicações tem seus próprios requisitos quanto à integridade dos dados e à entrega em

tempo real [4].

Em um sistema IoT, existem os dispositivos �nais, osgatewayse os servidores de apli-

cação. A borda da rede consiste no conjunto de dispositivos �nais IoT e os gateways.

Os dispositivos �nais geralmente possuem recursos limitados e pouca energia. Eles pos-

suem sensores que monitoram um ambiente ou situação especí�ca e enviam os dados para

um servidor de aplicação, por meio de umgateway. Osgatewayssão dispositivos com

maior recurso computacional, se comparados aos dispositivos �nais, e são responsáveis

por conectar os dispositivos �nais à Internet. Já os servidores de aplicação normalmente

localizam-se na nuvem e possuem um alto poder computacional. Por isso, eles são capazes

de analisar os dados e prover serviços inteligentes aos usuários [5].

Com o aumento de dispositivos coletando e transmitindo dados a intervalos curtos de

tempo, uma quantidade excessiva de dados trafega pela rede. Por isso, diferentes desa�os

devem ser superados [2, 4, 6�8]:

ˆ sistemas IoT são heterogêneos, com diferentes categorias de dispositivos, dados
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compartilhados, recursos disponíveis e tecnologias de comunicação. Esse desa�o

implica a implantação de arquiteturas e protocolos �exíveis de comunicação, que

sejam capazes de interconectar dispositivos variados, padronizar e transmitir as in-

formações pela rede;

ˆ com um grande número de dispositivos IoT, muitos dados são gerados e transmiti-

dos pela rede. O volume de dados e a velocidade com que eles são gerados pode

sobrecarregar a rede, aumentando tempo de processamento dos pacotes e, conse-

quentemente, causando congestionamento e perda de pacotes. Esse desa�o impacta

os dados de todas as aplicações que utilizam a rede, porém prejudica especialmente

as que requerem resposta em tempo real;

ˆ os dados coletados em ambientes IoT devem ser protegidos com relação à intercep-

tação e integridade, tanto durante a transmissão na rede quanto no local de arma-

zenamento. Existem diversos tipos de aplicações que utilizam dados coletados do

ambiente ou do próprio usuário para fornecer uma experiência personalizada. Man-

ter a privacidade dos dados coletados então torna-se essencial;

ˆ os dispositivos IoT podem conter um ou mais sensores, cada um sendo responsá-

vel por uma tarefa especí�ca. Por exemplo, um sensor coleta dados de temperatura

do ambiente, enquanto o outro veri�ca a umidade. Por serem pequenos, esses sen-

sores geralmente possuem poucos recursos disponíveis, como energia, memória e

capacidade de processamento. Por esse motivo, eles são mais vulneráveis a falhas e

ataques, como insu�ciência de recursos e comprometimento físico;

ˆ os dados coletados e transmitidos devem ser precisos e sem problemas como ruí-

dos ou valores faltantes. É possível ainda que os sensores sejam comprometidos e

se comportem de forma maliciosa na rede, transmitindo dados inconsistentes, por

exemplo. Tal inconsistência nos dados introduz erros na análise realizada pela apli-

cação, pois modi�ca estimativas de estatísticas como médias e variâncias [9]. Nesse

caso, o sistema deve ser capaz de identi�car as inconsistências e tomar alguma de-

cisão.

As aplicações IoT podem falhar se os desa�os listados anteriormente não forem trata-

dos. Este trabalho se concentra no último desa�o, mais precisamente no preenchimento

de dados faltantes. Um registro é um conjunto de atributos relacionados a uma entidade

ou assunto especí�co. Em IoT, um registro contém dados coletados por sensores, como

temperatura e umidade, em um determinado dia e horário. No entanto, um registro pode

conter um ou mais atributos sem valor por diversos motivos, como problemas na rede, sen-

sores dani�cados ou ataques de segurança. Cada atributo sem valor é chamado de dado

faltante.
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A ocorrência de dados faltantes é muito comum em IoT. No entanto, a maioria dos al-

goritmos de aprendizado utilizados para analisar os dados coletados funciona apenas com

os registros completos, que possuem valores em todos os atributos [8, 10]. Uma aborda-

gem típica é eliminar os registros incompletos, mas isso reduziria a acurácia e con�ança

da análise posterior dos dados. Isso porque, dependendo da quantidade de dados faltantes,

a base de dados sofre uma redução signi�cativa. Para garantir serviços de alta qualidade e

minimizar o impacto na análise dos dados, é importante então que os dados faltantes sejam

identi�cados e preenchidos com valores próximos às medições reais esperadas [11].

Tradicionalmente, as tarefas de identi�cação e preenchimento de dados faltantes são

feitas na nuvem. No entanto, algumas aplicações exigem respostas em tempo real e espe-

rar uma resposta de um servidor na nuvem pode ser inviável, dada a quantidade de dados,

tráfego e atraso na rede. Por isso, é interessante considerar que o armazenamento e proces-

samento de dados estejam mais próximos dos usuários, em dispositivos IoT ougateways,

na borda da rede [7]. Nesse contexto, esta dissertação propõe um mecanismo que utiliza

modelos de regressão baseados em redes neurais para preencher dados faltantes emga-

tewaysIoT, substituindo o dado faltante por um valor estimado. A ideia principal é trazer

para a borda o tratamento de dados faltantes, de forma a reduzir o tempo de resposta.

Apesar de muitos trabalhos abordarem o preenchimento de dados utilizando aprendi-

zado de máquina [4, 11�15], incluindo redes neurais [16�19], tais técnicas não foram pro-

jetadas para serem executadas em dispositivos com pouca capacidade de processamento

na borda da rede. Como consequência, a maioria desses trabalhos não se preocupa com o

tempo de execução e a utilização de memória.

O mecanismo proposto neste trabalho tem o objetivo de preencher os dados faltantes

utilizando modelos de rede neural, analisando o impacto do tempo de execução e recur-

sos de processamento no desempenho geral dos modelos, além de avaliar a qualidade das

estimativas. Utilizando uma base de dados real de dados de pressão atmosférica, tempe-

ratura e umidade do ar, este trabalho varia a porcentagem de dados faltantes, inserindo

perdas arti�ciais (isto é, valores vazios). Em seguida, todos os dados faltantes são preen-

chidos pelos valores estimados pelos modelos de rede neural propostos e demais métodos

de comparação. Os valores estimados para as perdas arti�ciais são então comparadas com

os valores originais, de forma a analisar sua qualidade e seus erros. Os resultados mostram

que os modelos de rede neural propostos têm bom desempenho quando a base de dados

possui diferentes porcentagens de dados faltantes. Os valores estimados estão próximos

às medições reais dos sensores, apresentando coe�ciente de determinação (R2) maior que

0,92 e os erros na previsão são menores do que os dos outros métodos analisados. Além

disso, os resultados em um Raspberry Pi Modelo B mostram que os modelos utilizam

menos de 140 KiB de memória para preencher a base de dados de teste, independente-

mente da porcentagem de dados faltantes, e possuem baixo tempo de execução. Por isso,

a metodologia proposta é adequada ao ambiente IoT, respeitando a limitação de recursos
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computacionais.

O restante deste trabalho está organizado como descrito a seguir. O Capítulo 2 apre-

senta os trabalhos da literatura relacionados a esta dissertação, explicitando os métodos

para o preenchimento de dados faltantes e as diferenças para o presente trabalho. Os con-

ceitos básicos de aprendizado de máquina necessários para entendimento do trabalho são

apresentados no Capítulo 3, assim como alguns dos algoritmos mais utilizados e as mé-

tricas de avaliação dos métodos de preenchimento. O Capítulo 4 descreve o mecanismo

proposto, mostrando o cenário considerado e os modelos de rede neural implementados.

A metodologia de avaliação é apresentada no Capítulo 5. Esse capítulo explica a base de

dados real empregada e descreve os experimentos e os métodos para preenchimento de

dados utilizados para comparação. A análise dos resultados da qualidade das estimativas

e do tempo de processamento e memória dos métodos é apresentada no Capítulo 6. Esse

capítulo também mostra uma análise dos modelos de rede neural propostos quando trei-

nados com uma porcentagem �xa de dados faltantes, em um cenário no qual não se sabe

a priori a porcentagem de dados faltantes recebidos pelogateway. O Capítulo 7 apre-

senta um estudo de caso de uma aplicação de agrupamento de dados. Nesse estudo, os

dados faltantes são preenchidos pelos métodos discutidos para veri�car se a inserção de

novos valores afeta os grupos criados e a detecção de dados anômalos. Finalmente, no

Capítulo 8, são apresentadas as conclusões do estudo e possíveis trabalhos futuros.
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Capítulo 2

Trabalhos relacionados

Diversos algoritmos utilizados em análise de dados não funciona corretamente quando

há dados faltantes na base de dados [8, 10, 13, 20]. Assim, o problema de dados faltantes

é um dos maiores desa�os para sistemas baseados em IoT [8]. Uma abordagem típica

é eliminar os registros incompletos, isto é, registros nos quais pelo menos um atributo

está faltando. No entanto, essa abordagem resulta na perda de informações e pode levar

a aplicação a fazer análises incorretas [14]. Isso justi�ca a necessidade de preencher os

dados faltantes com valores apropriados. Na literatura em inglês, esse procedimento é

chamado dedata imputation[15]. Apesar de a tradução �imputação� ser empregada para

esse �m em alguns trabalhos em português, seu uso pode gerar ambiguidades. Por isso,

esta dissertação utiliza o termo preenchimento.

Um método de preenchimento muito utilizado é a substituição pela média. Nesse caso,

o dado faltante é substituído pela média de todos os valores não-faltantes de determinado

atributo na base de dados. No entanto, esse método distorce a distribuição de probabili-

dade do atributo [20], além de não prover predições precisas na maior parte dos casos [4].

Outros métodos simples incluem, por exemplo, substituir o dado faltante pela mediana dos

demais dados, por um valor aleatório ou por zeros.

Guzelet al. [14] dividem os métodos de preenchimento de dados faltantes em méto-

dos estatísticos, de otimização e de aprendizado de máquina. As abordagens dos métodos

estatísticos incluem Modelo Oculto de Markov (Hidden Markov Model- HMM) e Algo-

ritmo de Maximização de Expectativa (Expected Maximization- EM). Entre os métodos

de otimização, existem propostas que utilizam algoritmo genético (Genetic Algorithm-

GA), colônia de formigas (Ant Colony Optimization- ACO) e otimização por enxame de

partículas (Particle Swarm Optimization- PSO). Muitas abordagens de aprendizado de

máquina também são adaptadas para preencher dados faltantes, comoK-Nearest Neigh-

bors (K-NN) [21], Support Vector Machine(SVM) [22], e K-means[12]. Apesar dessa

divisão proposta por Guzelet al., muitas abordagens misturam métodos das categorias

mencionadas.

De acordo com Yanet al. [10], os dados de IoT possuem características como corre-
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lação temporal e espacial. Por isso, essas características devem ser consideradas ao pre-

encher dados faltantes. Os autores dividem os dados faltantes em três categorias: faltas

completamente aleatórias (missing completely at random- MCAR), aleatórias (missing

at random- MAR) e não aleatórias (not missing at random- NMAR). Na classi�cação

MCAR, ter um valor faltante em um atributo independe dos demais atributos e de seu pró-

prio valor. Por exemplo, um sensor especí�co pode falhar e não coletar o dado. Na MAR,

existe uma relação entre a falta de um atributo e a informação disponível. Por exemplo,

uma pessoa coloca seu relógio inteligente para carregar à noite e, por isso, seus sinais vitais

não são coletados [23]. Já em NMAR, a ocorrência de valores faltantes dependem do seu

valor. Por exemplo, uma pessoa pode retirar seu relógio inteligente antes de fumar, pois

não quer que algum sinal associado ao fumo seja coletado [23]. Os autores propõem três

modelos para resolver os problemas correspondentes, baseados em contexto e média li-

near, busca binária e Modelo de Mistura de Gaussianas (Gaussian Mixture Model- GMM)

baseado emExpected Maximization(EM). Os resultados mostram que todos os modelos

têm alta acurácia. Como mencionado anteriormente, em IoT existem vários motivos que

resultam na perda de dados, como falhas na rede ou dispositivos defeituosos, por exemplo.

As faltas causadas por esses motivos, ou seja, que não estão associadas ao valor do atributo

e nem dos demais atributos, são caracterizadas como MCAR [16] e muitos trabalhos da

literatura partem dessa premissa para preencher dados faltantes [15�17].

Li et al. [12] propõem preencher dados faltantes utilizando o método de agrupamento

fuzzy k-means, no qual um registro pode ser atribuído a mais de um grupo (cluster). Mais

precisamente, cada registro possui uma função que descreve o grau que um registro per-

tence a um grupo especí�co. Assim, a informação dos graus de atribuição e os valores

dos centróides do grupo são utilizados para substituir dados faltantes. Essa proposta tem

desempenho melhor que os métodos de substituição pela média ek-means. No trabalho

de Maryet al. [13], primeiro, identi�cam-se os n-sensores correlacionados ao sensor que

apresenta dados faltantes, utilizando o coe�ciente de correlação de Pearson. Em seguida,

o dado faltante é substituído pela medição daquele mesmo horário do sensor com a maior

correlação. Apesar de esses algoritmos de agrupamento terem melhor desempenho que

alguns métodos bem conhecidos, como K-NN e SVM, eles preenchem todos os dados fal-

tantes da base de dados em um único momento. Isto é, dada a base de dados inteira, com

registros completos e incompletos, os algoritmos preenchem todos os dados faltantes, in-

dependentemente da ordem que os registros foram inseridos na base. Isso pode fazer com

que registros muito antigos permaneçam sem valores em alguns atributos até que o algo-

ritmo seja executado. Além disso, isso permite que um registro com dado faltante recebido

há mais tempo seja estimado a partir de registros recebidos após o mesmo, o que invia-

biliza o uso por aplicações que consideram a ordem cronológica de recebimento. Ainda

que a ordem em que os registros aparecem na base não seja relevante, os trabalhos não

mencionam se o agrupamento deve ser refeito sempre que um novo registro incompleto
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chegar na base de dados, o que poderia aumentar o custo computacional.

Fekadeet al. [4] utilizam primeiro o métodoK-Meanspara separar os sensores em

grupos, conforme a similaridade das medições. Eles aplicam o algoritmoProbabilistic

Matrix Factorization(PMF) em cada agrupamento, que é um método probabilístico Baye-

siano para fatoração de uma matriz em duas outras matrizes. Em seguida, recuperam-se

os valores faltantes em cada agrupamento, utilizando a propriedade da PMF que obtém a

matriz original calculando o produto de duas matrizes que, nesse contexto, são os valores

coletados pelos sensores vizinhos. Essa abordagem tem um bom desempenho com rela-

ção à acurácia, erros e tempo de execução quando comparada com o método SVM e um

modelo de redes neurais profundas. No entanto, González-Vidalet al. [24] a�rmam que

a PMF requer maior tempo de execução conforme o número de dados faltantes aumenta.

Além disso, os autores a�rmam que a PMF falha ao incorporar a incerteza das medições

coletadas por sensores de baixa precisão. Por isso, em seu trabalho, González-Vidalet al.

propõem umframeworkque preenche dados faltantes com a técnicaBayesian Maximum

Entropy(BME). O BME é um método de mapeamento para estimativas espaço-temporal

que permite que várias bases de conhecimento sejam incorporadas. O método utiliza duas

bases de conhecimento: uma que provê dados estatísticos gerais, no caso a média e a fun-

ção de covariância; e outra mais especí�ca, que contém dados adquiridos por meio de

situações associadas aos sensores de alta e baixa precisões. A base de conhecimento geral

passa pela função de maximização de entropia para gerar a primeiraprobability density

function(PDF). Em seguida, a base geral é integrada à base especí�ca e a primeira PDF

é atualizada. O objetivo é minimizar o erro médio quadrático, gerando o mapeamento

espaço-temporal. O método proposto requer apenas um parâmetro de entrada, que é o nú-

mero de vizinhos a serem considerados. Os resultados mostram que, além de ter resultado

melhor que a PMF, o método requer menor tempo de execução. Os autores a�rmam que

o frameworkpode ser estendido para funcionar em nós IoT para preenchimentoonlinede

dados faltantes. Entretanto, o trabalho não apresenta experimentos especí�cos de IoT e

nem analisam a quantidade de memória e processamento necessários para a tarefa.

Nikfalazaret al. [15] propõem uma abordagem de aprendizado iterativa, que utiliza

árvores de decisão efuzzy k-means. As árvores de decisão são responsáveis por gerar

as primeiras estimativas para um dado faltante. Tais estimativas são então atualizadas

pelofuzzy k-means, usando a média ponderada dos centróides dos grupos e graus de per-

tencimento. Ofuzzy k-meansé executado de forma iterativa, usando sempre as últimas

estimativas como dados de entrada, até alcançar o critério de parada. Esse método produz

estimativas de melhor qualidade que outros da literatura, porém gasta mais tempo de pro-

cessamento em diversas bases de dados. Al-Milliet al. [11] propõem um modelo híbrido

de rede neural com algoritmo genético para preencher dados faltantes. Nesse modelo, a

rede neural é responsável por prever os dados faltantes, enquanto o algoritmo genético é

usado para otimizar os pesos da rede neural. Os autores visam mostrar que o preenchi-
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mento de dados faltantes é importante para as aplicações. Assim, eles apenas comparam

o desempenho de uma aplicação ao utilizar a base de dados preenchida pelo método pro-

posto e ao utilizar a base incompleta original. Dessa forma, conclui-se que a aplicação

que possui a base preenchida apresenta melhor resultado dentre as métricas analisadas. O

trabalho não compara sua proposta com nenhum outro método.

Em seu trabalho, Liuet al. [8] se preocupam com lacunas grandes de dados faltan-

tes. Eles consideram dados que possuem forte sazonalidade e os tratam como uma série

temporal. O método proposto segmenta as lacunas em pedaços menores, considerando o

tamanho da sazonalidade desejada. Para cada lacuna, os dados faltantes são preenchidos

utilizando interpolação linear e, em seguida, é aplicada a técnicaSeasonal and Trend de-

composition using Loess(STL). O STL decompõe os dados da série temporal em tendên-

cia, sazonalidade e ruído, para lidar com cada uma dessas componentes separadamente.

Os padrões de repetição são aprendidos de acordo com a componente sazonalidade e o

resultado do preenchimento é dado pela combinação com as demais componentes. Em

seguida, mais um segmento é adicionado para estender a lacuna do resultado do preenchi-

mento atual, re�nando a estimativa. Assim, em cada iteração os resultados do preenchi-

mento se tornam mais precisos. O método apresenta melhor desempenho que outros da

literatura quando lidam com bases de dados com grandes lacunas de dados faltantes.

Zhanget al.[17] apresentam uma abordagem para recuperar séries temporais de dados

faltantes em redes de sensores sem �o, baseada em aprendizado profundo comLong Short

Term Memory(LSTM). Além disso, eles também propõem um algoritmo de janela desli-

zante para gerar mais amostras de treinamento a partir de conjuntos pequenos de dados.

Essa proposta tem desempenho melhor do que técnicas largamente utilizadas, como a EM

eAutoregressive Integrated Moving Average(ARIMA) [25], por exemplo. No entanto, ela

utiliza tanto dados passados como futuros para realizar as estimativas.

Os modelos propostos por Guzelet al. [14] são baseados em redes neurais profundas,

utilizando LSTM, e em lógicafuzzy. Eles assumem que um registro possui três atributos

e estimam o valor do atributo faltante utilizando os outros dois recebidos no mesmo dia e

horário. Em [16], Köket al. utilizam os mesmos modelos propostos por [14]. Porém, o

trabalho implementa os modelos em dispositivos na borda, na névoa e na nuvem, visando

menor atraso e melhor aproveitamento da largura de banda da rede. No entanto, ambos os

trabalhos [14, 16] lidam apenas com um atributo faltante por vez. Turabiehet al. [18] uti-

lizam umLayered Recurrent Neural Network(L-RNN), que é um modelo de aprendizado

profundo, para estimar os dados faltantes de forma dinâmica. Assim que recebe um novo

registro, caso esse esteja completo, a proposta insere-o na base usada para treinamento.

Se o registro contiver dado faltante, tais dados são preenchidos usando o L-RNN e, em

seguida, inseridos na base de treinamento. Assim, os registros com dados preenchidos pe-

los métodos são utilizados para treinamento e posterior estimativa de novos valores. Esse

método obtém resultados melhores que um K-NN e uma árvore de decisão.
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Izonin et al. [26] descrevem um método de regressão para lidar com os dados faltan-

tes, baseado em umGeneral Regression Neural Network(GRNN). O GRNN possui três

camadas: de entrada,radial e de saída. Primeiro, é calculada a distância euclidiana do

vetor de entrada para todos os outros vetores das amostras de treinamento. O resultado é

transformado para uma distância gaussiana e comparado com os valores estimados, para

avaliação da saída gerada. O método é testado apenas para um atributo da base de dados,

porém obtém resultados melhores que outros métodos da literatura, como oAdaBoost[27]

e oSupport Vector Regression(SVR) [28]. Apesar disso, o treinamento do GRNN pode

se tornar lento dependendo da quantidade e estrutura das amostras de treinamento.

Os métodos mencionados anteriormente preenchem exatamente um valor especí�co

para cada dado faltante. Esse procedimento é chamado deSingle Imputation. Já outros

trabalhos utilizam o procedimentoMultiple Imputation, proposto inicialmente por Rubin

et al. [29]. O procedimento consiste em substituir cada dado faltante por dois ou mais va-

lores, ao invés de um único valor. Esses múltiplos valores representam uma distribuição

de valores possíveis, re�etindo a variabilidade da estimativa de cada dado faltante. Assim,

dois ou mais conjuntos de dados completos são criados e analisados por métodos estatís-

ticos, como média, erro e variância. Em seguida, os resultados são combinados para obter

uma estimativa válida. A vantagem desse método é que ele considera a incerteza associ-

ada à estimativa do dado faltante [30�32]. Audigieret al. [32] propõem um método de

Multiple Imputationbaseado em análise de componentes principais (PCA). O PCA é um

método de redução de dimensionalidade que isola as informações relevantes dos ruídos. O

trabalho também descreve um tratamento Bayesiano para o modelo PCA, para lidar com

dados incompletos. O método proposto teve um bom desempenho nas bases de dados nas

quais o número de registros é menor que o número de atributos e quando os atributos pos-

suem alta correlação. No entanto, esse método requer que o número de dimensões seja

conhecido apriori , mas os autores sugerem formas de de�nir esse parâmetro. Azimiet

al. [23] propõem uma abordagem de tomada de decisão para lidar com dados faltantes em

uma aplicação de saúde em tempo real, utilizandoMultiple Imputation. Para cada valor

faltante detectado no sensor de frequência cardíaca, a aplicação estima múltiplo valores

usando o histórico médico da pessoa e informações adicionais de seu estado (isto é, dor-

mindo, atividade leve, atividade pesada), coletadas por outros sensores. Em seguida, esses

valores são agregados por meio de uma média ponderada, na qual os pesos são determi-

nados de acordo com as informações adicionais de estado associadas com a frequência

cardíaca. Quando comparado com outros métodos, como o K-NN, oautoregressivee o

SVM, o método de [23] tem melhor acurácia quando o intervalo de dados faltantes é maior

que 1 hora.

Os trabalhos descritos neste capítulo focam a qualidade da previsão, desconsiderando

os requisitos de memória e de processamento. Essa preocupação é crucial em IoT, já

que ohardwarenormalmente tem recursos limitados. Apenas os trabalhos [4, 14, 15,
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24, 26] consideram o tempo de execução dos métodos propostos. Os trabalhos [16, 23,

24] a�rmam, sem resultados experimentais, que os métodos podem ser executados em

um dispositivo de computação na borda, comogatewaysIoT. Esses dispositivos possuem

baixa capacidade de processamento. No entanto, nenhum dos trabalhos descritos analisa

a quantidade de memória usada pelos métodos. Outra consideração é que a maioria dos

estudos apresentados assumem que toda a base de dados já está disponível. Assim, para

preencher um valor faltante, os métodos podem utilizar valores futuros, recebidos após o

valor faltante. A Tabela 2.1 compara as principais características dos trabalhos descritos.

Diferentemente das propostas da literatura, este trabalho preenche dados faltantes as-

sim que eles chegam nogatewayIoT, antes de encaminhar para o servidor de aplicação

na nuvem. Dessa forma, apenas dados recebidos antes do dado faltante atual são utiliza-

dos para sua estimativa e seu preenchimento. Outra diferença é que este trabalho mede o

tempo de execução e a quantidade de memória utilizada por vários métodos, já que esta

abordagem é executada emgatewaysIoT. Como ogatewayIoT possui baixo poder compu-

tacional, os métodos de preenchimento de dados para IoT devem considerar as limitações

de processamento e memória.

Tabela 2.1: Características dos trabalhos relacionados.

Trabalho Computação
Tipo de

preenchimento

Utiliza dados de

sensores vizinhos

Abordagem

utilizada

Utiliza apenas

dados passados

Avalia

Tempo

Avalia

Memória

[4] Não de�nido Único -
Aprendizado de máquina

(K-means) e Estatístico (PMF)
- X -

[8] Nuvem Único - Estatístico (STL) - - -

[10] Não de�nido Único - Estatístico (GMM e EM) - - -

[12] Não de�nido Único X
Aprendizado de máquina

(fuzzy K-means)
- - -

[13] Não de�nido Único X Estatístico (PCC) - - -

[11] Não de�nido Único -
Aprendizado de máquina (rede neural

recorrente) e Otimização (algoritmo genético)
- - -

[14] Não de�nido Único X
Aprendizado de máquina (rede

neural recorrente) e Lógicafuzzy
- X -

[15] Não de�nido Único X
Aprendizado de máquina (Árvore de

decisão efuzzy K-means)
- X -

[16] Borda, Névoa e Nuvem Único X
Aprendizado de máquina (rede

neural recorrente) e Lógicafuzzy
- - -

[24] Borda e Nuvem Único X Estatístico (BME) - X -

[17] Não de�nido Único -
Aprendizado de máquina (rede

neural recorrente)
- - -

[18] Não de�nido Único X
Aprendizado de máquina (rede

neural recorrente)
- - -

[26] Não de�nido Único - Aprendizado de máquina (GRNN) - X -

[23] Borda e Nuvem Múltiplo X Estatístico - - -

[29] Não de�nido Múltiplo - Estatístico - - -

[32] Não de�nido Múltiplo - Estatístico - - -

Este Borda Único -
Aprendizado de máquina

(rede neural - MLP)
X X X
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Capítulo 3

Aprendizado de máquina

Os dados coletados por sensores em ambientes IoT são posteriormente analisados e

gerenciados por diferentes aplicações. A grande quantidade de dados disponíveis permite

uma análise ainda mais inteligente. O aprendizado por dados é utilizado em situações

nas quais não se tem uma solução analítica. Porém, como os dados são conhecidos, eles

podem ser usados para construir uma solução empírica [33].

O aprendizado de máquina é a área da Inteligência Arti�cial que permite que, a partir

de um conjunto de dados, os computadores aprendam e criem modelos para alcançar os

objetivos de�nidos pelo programador, normalmente muito complexos para um ser humano

resolver ou programar [34]. Um algoritmo de aprendizado de máquina recebe o conjunto

de treinamento e constrói um modelo generalizado, visando funcionar para novos dados

de entrada. São exemplos de tarefas que o aprendizado de máquina pode lidar:

ˆ reconhecimento de padrões: identi�cação de tipos de consumidores a partir de

seus padrões de compra, de modo a direcionar a publicidade de um produto para

o público alvo. No contexto de IoT, um exemplo é a identi�cação de categorias

de atividades físicas, baseada nos dados de batimentos cardíacos de uma pessoa

coletados por um relógio inteligente;

ˆ detecção de anomalias: identi�cação de atividades fraudulentas, como o uso de um

cartão de crédito roubado. As compras realizadas podem não corresponder ao per�l

de compras do proprietário do cartão. No contexto de IoT, é possível descobrir se um

valor de temperatura recebido por um sensor é esperado e aceitável em determinada

localização;

ˆ previsão: previsão de preços de um produto, estimativa de vendas, previsão do

tempo.

O aprendizado de máquina possui diversas vantagens, como fato de os algoritmos se-

rem capazes de se adaptar às mudanças do ambiente e dos dados. Além disso, podem

existir relações entre os dados que não são facilmente percebidas pelo ser humano, mas
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que um algoritmo consegue explicitar [35]. Este capítulo apresenta os conceitos básicos

de aprendizado de máquina, em conjunto com os algoritmos mais utilizados e com as

métricas de avaliação dos modelos.

3.1 Abordagens de aprendizado

A premissa do aprendizado por dados é utilizar um conjunto de observações para en-

tender e aprender um processo [33]. Existem basicamente três abordagens de aprendizado

de máquina: supervisionado, não supervisionado e por reforço. A escolha da abordagem

de aprendizado dependerá do problema que se deseja resolver, considerando fatores como

acurácia, e�ciência, recursos computacionais e disponibilidade de dados, por exemplo

[36].

No aprendizado supervisionado, os dados de treinamento contém exemplos explícitos

de qual é o rótulo, ou saída, correto para cada dado de entrada. O objetivo é utilizar esses

dados rotulados para encontrar uma função que consiga estimar corretamente os rótulos

de dados de entrada não conhecidos. Esse tipo de treinamento é chamado supervisionado

porque precisa que algum supervisor, seja humano ou outro sistema, analise as entradas

do processo e determine a saída correta [33]. No processo de treinamento de um modelo,

a base de dados disponível é dividida em conjunto de treinamento, de validação e de teste.

Todos os conjuntos contêm amostras para os quais a saída correta para cada conjunto de

dados de entrada é conhecida. Uma amostra é um conjunto de valores de entradaX =

{ x1, x2, ..., xn } cuja saída, no caso seu rótulo, é dada pory. O conjunto de treinamento

é utilizado para guiar o algoritmo de treinamento do modelo. O conjunto de validação,

por sua vez, é utilizado para veri�car a qualidade do modelo ao longo do processo de

treinamento. Após realizar o treinamento do modelo, o próximo passo é veri�car se o

modelo possui um bom desempenho para estimar as saídas de amostras desconhecidas

durante o treinamento, utilizando o conjunto de teste.

Quando as saídas das amostras requerem rótulos discretos, o problema é chamado de

problema de classi�cação. Por exemplo, dado um conjunto de características, é possível

identi�car se um animal é um pássaro ou um cachorro. Quando as saídas são valores

contínuos, o problema é de regressão [37]. Um exemplo desse caso é um modelo que

prevê o valor de mercado de um imóvel, com base na sua localização, tamanho do terreno,

número de quartos, etc. Para resolver cada uma dessas classes de problemas, existem tanto

modelos lineares quanto modelos mais complexos, como redes neurais arti�ciais eSupport

Vector Machine(SVM), por exemplo. Esses modelos e outros algoritmos de aprendizado

de máquina serão apresentados na Seção 3.2.

No aprendizado não-supervisionado, não se sabea priori a saída esperada para um

certo conjunto de entradas. Seu objetivo é encontrar padrões e a estrutura do conjunto de

entrada, dividindo os dados que possuam características similares em grupos, ouclusters,
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sem necessariamente rotular tais grupos. Nessa técnica, não existe um supervisor para

validar o conhecimento [33]. Como exemplo no qual o aprendizado não-supervisionado

é utilizado, é possível citar sistemas de recomendação de �lmes. Nesse caso, o algoritmo

sugere �lmes aos usuários com base no histórico de �lmes assistidos.

Outra técnica utilizada quando os dados de treinamento não são rotulados é o Apren-

dizado por Reforço (Reinforcement Learning). Os exemplos de treinamento não contém

exatamente uma saída, mas sim um conjunto de saídas possíveis, cada uma com um grau

de�nindo o quão boa a saída é. Assim, é possível usar os exemplos para reforçar as me-

lhores decisões, aprendendo o que é mais indicado fazer em situações similares. É uma

técnica especialmente útil para aprender a jogar um jogo, no qual alguém deve identi�car,

dentre os movimentos possíveis, qual a melhor ação a tomar [33].

Um método intermediário de aprendizado é o semi-supervisionado. O objetivo é en-

contrar uma classi�cação melhor no modelo utilizando tanto dados rotulados quanto não

rotulados [38]. Essa abordagem é útil em grandes bases de dados, pois consegue se adaptar

a poucas respostas conhecidas e utilizá-las em conjunto com dados não rotulados na cons-

trução de conhecimento. Um exemplo de algoritmo semisupervisionado é oSelf-training.

Nesse algoritmo, primeiro um classi�cador é treinado com dados rotulados e, em seguida,

é usado para classi�car o conjunto de dados não rotulados. Após esse treinamento inicial,

os dados recém-classi�cados são acrescentados ao conjunto de treinamento, para que o

classi�cador seja treinado novamente.

3.2 Algoritmos de aprendizado de máquina

Esta seção descreve alguns algoritmos de aprendizado de máquina utilizados para re-

solver problemas de classi�cação e de regressão. Eles foram estudados para auxiliar na

decisão do método a ser utilizado nesta dissertação. Este trabalho utiliza as redes neurais

arti�ciais, e por isso, elas são descritas com mais detalhes na Subseção 3.2.1.

A regressão linear é um algoritmo de aprendizado supervisionado que resolve pro-

blemas de regressão. Seu objetivo é estimar o valor da saíday, com base na variável

independentex. Para isso, o algoritmo encontra um hiperplano, que é uma relação linear

entre as entradas e a saída, que mais se aproxima de todos os pontos de treinamento. Note

que, no caso doIR2, esse hiperplano é uma retay = ax + b. A medida de distância é dada

pela diferença entre os valores estimados e os valores originais de treinamento, chamada

de erro. A exigência do algoritmo é que exista uma relação linear entre os pontos, o que

impede sua utilização para problemas mais complexos.

O Support Vector Machines(SVM) é um algoritmo de aprendizado supervisionado

para resolver problemas de classi�cação. Seu modelo mais simples é utilizado para clas-

si�cação binária, mas é possível estender o algoritmo para várias classes, dividindo o

problema em múltiplos subproblemas binários. Dado um conjunto de amostras de trei-
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namentoCT, no qual cada amostra possuin atributos cada, a amostras 2 CT pode ser

caracterizada como um ponto no espaçoIRn . No caso de classi�cação binária, o SVM

então encontra o hiperplano que melhor diferencia as classes.

No SVM, quando os dados de treinamento podem ser separados de maneira linear,

há dois hiperplanos paralelos. O SVM procura maximizar a distância entre esses dois

hiperplanos, que é denominada margem. Os pontos que pertencem a esses hiperplanos são

chamados deSupport Vectors. O hiperplano equidistante e paralelo a esses hiperplanos

é chamado deMaximum-margin hyperplanee é responsável pela separação das classes.

Quando não é possível separar os dados linearmente, o SVM aplica uma funçãokernel

para transformar os dados de treinamento em um espaço de maior dimensão, deIRn para

IRn+1 , por exemplo. Nesse novo espaço, é feita a divisão linear entre os pontos das duas

classes, de forma a encontrar oMaximum-margin hyperplane.

Dentre as vantagens do SVM estão o bom desempenho em domínios com muitas di-

mensões e o fato de poder ser usado para a classi�cação de dados lineares e não lineares.

Além disso, o algoritmo consegue evitar o problema deover�tting, isto é, quando o mo-

delo se torna muito especí�co para os dados de treinamento e, por isso, não consegue

representar outros dados. O SVM também pode ser estendido para resolver problemas de

regressão. Como desvantagem, o tempo de treinamento do SVM é muito alto.

O algoritmoK-Nearest Neighbors(K-NN) é um algoritmo simples de aprendizado

supervisionado que assume que um objeto é similar aos objetos próximos a ele. Dado um

conjunto comx objetos, comn atributos cada, o objetox pode ser caracterizado por um

ponto em um espaçon-dimensional. O K-NN recebe o parâmetro de entradak, calcula a

distância entre todos os objetos e, para cada objetox, seleciona os seusk vizinhos mais

próximos, isto é, que possuem menor distância entre si. Em um problema de classi�cação,

a classe do objetox será a classe da maioria de seusk-vizinhos. Em um problema de

regressão, o valor do objeto será a média dos valores de seusk-vizinhos. Essa média

pode ser uniforme ou ponderada pela distância para os vizinhos. Tanto para classi�cação

quanto para regressão, a classe ou valor �nal pode variar de acordo com ok escolhido.

Além disso, o K-NN apresenta um alto custo computacional, dado que precisa calcular a

distância de um objeto para todos os outros do conjunto.

Dentro do aprendizado não supervisionado existem os algoritmos de agrupamento.

Eles de�nem como será feita a divisão dos objetos em grupos distintos, considerando a

ideia de distância ou similaridade entre eles. Assim, cada objeto é associado ao grupo

que possui maior similaridade com os demais objetos. O conceito base é que os objetos

pertencentes a um mesmo grupo são similares, porém devem ser muito dissimilares com

relação aos objetos dos demais grupos [35]. Ainda segundo Cassianoet al. [35], a van-

tagem dos algoritmos de agrupamento é que eles permitem um maior entendimento da

base de dados, visto que podem agrupar objetos cuja relação entre os atributos não é tão

facilmente percebida.
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O algoritmoK-Meansé um algoritmo de agrupamento, não supervisionado, que visa

separar os dados emk clustersnão vazios, de forma a minimizar a variância total dentro

docluster. O centróide de determinadoclusterrepresenta o valor médio dos objetos desse

cluster. Assim, o objetivo doK-Meansé minimizar a soma das distâncias quadráticas entre

os objetos e o centróide do seu respectivocluster.

Dada um conjunto comn objetos e o parâmetro de entradak, o K-Meansretorna osn

objetos separados emk clusters. O primeiro passo do algoritmo é escolher aleatoriamente

osk objetos que serão os centróides de cada um dosk clusters. Em seguida, iterativamente,

o algoritmo associa cada objeto aoclustercujo centróide esteja mais próximo e recalcula o

valor do centróide docluster. O algoritmo termina quando nenhuma alteração é realizada.

Como desvantagens, o algoritmo não lida bem comoutliers (ou ruídos) e precisa que o

número declustersseja de�nidoa priori.

Outro algoritmo de agrupamento amplamente utilizado é o DBSCAN (Density-based

spatial clustering of applications with noise) [39]. Ele é responsável por agrupar registros

e detectaroutliers[39, 40]. Dentre seus pontos positivos, ele separa osclusterscom base

na densidade, sendo robusto paraoutliers. Além disso, osclusterspodem ter qualquer

formato e, diferentemente doK-Means, o número declustersnão precisa ser previamente

especi�cado. O Capítulo 7 apresenta um estudo de caso utilizando o algoritmo DbScan.

3.2.1 Redes neurais arti�ciais

As redes neurais arti�ciais são modelos computacionais inspirados no sistema nervoso

de animais, que obtém conhecimento por meio da experiência. Elas contêm um conjunto

de neurônios que se comunicam através de sinapses, simulando o funcionamento do cé-

rebro animal. O objetivo das redes neurais arti�ciais é aprender a realizar tarefas inteli-

gentes, como classi�cação, reconhecimento de padrões e processamento de imagens, por

exemplo.

O Perceptroné a arquitetura mais simples de rede neural arti�cial. Ele realiza classi�-

cação binária, isto é, recebe um conjunto de entradas,x1, x2, xn e produz uma única saída

y. Para calcular a saída, são introduzidos pesosw1, w2, wn que expressam a importância

das respectivas entradas para a saída [34]. Assim, a saída é calculada a partir da combina-

ção linear das entradas com seus respectivos pesos. OPerceptroné um classi�cador linear,

que retorna 0 se a saída for menor que um limiar, ou 1, se a saída for maior que o limiar.

O processo de treinamento doPerceptronconsiste em fazer o modelo aprender os valores

ideais para os pesos e o limiar. Após o treinamento, o modelo é capaz de classi�car dados

de entrada até então desconhecidos.

OsPerceptronspodem ser usados para tomar decisões e calcular funções lógicas como

AND, OR, NANDeNOT. No entanto, um únicoPerceptronconsegue resolver apenas fun-

ções linearmente separáveis, isto é, separar os dados por uma única linha reta. Para superar
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essa limitação, são necessárias arquiteturas mais avançadas de redes neurais.

O Multilayer Perceptron(MLP) é uma rede neural arti�cial composta de mais de um

Perceptron. Ele pode ser utilizado para resolver problemas de classi�cação e de regressão.

Porém, esta seção foca o MLP enquanto modelo de regressão. Assim como outros modelos

de regressão que utilizam rede neural, o MLP aprende a função de transformaçãof :

IRn ! IRm , onden é a quantidade de valores de entrada em é a quantidade de valores da

saída.

O MLP contém pelo menos três camadas de neurônios: camada de entrada (input

layer), uma ou mais camadas ocultas (hidden layers) e a camada de saída (output layer).

Os neurônios da camada oculta processam os dados da camada anterior e os enviam para a

camada seguinte. A camada de entrada é formada por um conjunto de neurôniosX = {x1,

x2, ..., xn }. As camadas subsequentes à de entrada são as camadas ocultas. O projetista

do MLP é responsável por de�nir quantas camadas ocultas existem e quantos neurônios

cada uma terá. A última camada de um modelo MLP é a camada de saída, cujo número

de neurônios é igual à dimensão dey. Cada neurônio de uma camada está conectado a

todos os neurônios da camada seguinte e essa conexão possui um pesow 2 IR associado.

Além disso, cada neurônio é responsável por produzir como saída uma combinação linear

dos seus dados de entrada usando os pesos das conexões de entrada (w1x1 + w2x2 + ::: +

wnxn ). A saída produzida por um neurônio determinará uma das entradas dos neurônios

da camada subsequente, como visto na Figura 3.1. Mais especi�camente, cada saída passa

por uma função de ativação antes de servir como entrada para a camada seguinte, de forma

a controlar quais neurônios serão considerados pela combinação linear realizada pelos

neurônios da próxima camada. Essa função de ativação pode fazer a saída do neurônio

ser, por exemplo, 0 ou 1 dependendo do valor da combinação linear. Por exemplo, quando

a combinação linear for inferior a um limiar, essa função de ativação retorna 0. Caso

contrário, retorna 1. Note que quanto maior o limiar, menor a chance de o neurônio ser

ativado. Esse limiar também é conhecido comobias e tem o objetivo de evitar que o

modelo seja muito especí�co para os dados de treinamento e não generalize para outros

dados. Esse problema é chamado deOver�tting. A função de ativação deve ser escolhida

de acordo com o problema que o neurônio precisa resolver [41].

O MLP atualiza iterativamente os pesos, visando minimizar uma função de erro. Para

isso, ele realiza o treinamento utilizando a técnicabackpropagation. No início do pro-

cessamento, os pesos dos neurônios são escolhidos aleatoriamente ou por meio de algum

critério de inicialização. Após o cálculo da perda (ou erro) em função dos pesos dos neurô-

nios, o algoritmo ajusta os valores dos pesos para minimizar a função de erro da camada de

saída na próxima iteração. O quanto cada peso deve ser ajustado é de�nido pelo gradiente

da função de erro em função de cada peso, por meio da regra da cadeia. Esse processo

é feito iterativamente começando da última camada e terminando da primeira. O treina-

mento termina quando ele alcança o número máximo de iterações ou quando o erro não
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Figura 3.1: Exemplo de um MLP com 3 entradas e 1 saída.

apresenta melhora maior que um limiar por um determinado número de iterações.

Existem outras arquiteturas de redes neurais mais complexas que o MLP, como as

Redes Neurais Recorrentes (Recurrent Neural Network- RNN) e Redes Neurais Convolu-

cionais (Convolutional Neural Network- CNN). As RNNs são um conjunto de algoritmos

de redes neurais arti�ciais que produzem modelos dinâmicos, ou seja, que mudam com o

tempo. Para isso, além dos dados de entrada, elas também utilizam observações que apren-

deram com o tempo, como se tivessem uma memória. Assim, a saída de cada neurônio

utilizada como entrada desse mesmo neurônio, o que faz com que as saídas estejam sempre

se atualizando. Por essa característica, as RNNs são amplamente utilizadas em tarefas que

envolvem dados sequenciais, como reconhecimento de escrita, fala e séries temporais. Já

as CNNs são uma variação do MLP, sendo mais aplicadas no processamento de imagens,

como classi�cação, agrupamento por similaridade e reconhecimento de objetos dentro de

cenas.
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Capítulo 4

Mecanismo de preenchimento baseado

em redes neurais arti�ciais

Esta dissertação visa identi�car dados faltantes recebidos pelosgatewaysIoT e

preenchê-los com valores apropriados antes de enviá-los para o servidor de aplicação.

A de�nição do que é um valor apropriado depende dos dados coletados anteriormente por

um determinado sensor. Por exemplo, uma temperatura de 5� C pode ser aceitável em uma

cidade, porém inesperada em outras. Por isso, para garantir uma análise mais e�ciente

dos dados, as medições anteriores de um sensor devem ser consideradas ao se escolher

um valor para substituir o dado faltante.

4.1 Cenário considerado

Neste mecanismo, cadagatewayIoT treina um modelo de aprendizado de máquina uti-

lizando dados recebidos dos sensores. Em seguida, este modelo é utilizado para preencher

os dados faltantes. O motivo para que o treinamento seja realizado nogatewayé permi-

tir que todo o processamento esteja na borda da rede. Dessa forma, a borda possui mais

autonomia para treinar o modelo e preencher os dados faltantes, não sendo necessário es-

perar a resposta da nuvem para atualizar seu modelo. Além disso, como o processamento

é executado na borda, menos dados precisam trafegar na rede até o servidor na nuvem, di-

minuindo a sobrecarga na rede. Como osgatewayspossuem recursos limitados, para que

todo o processamento possa ser feito nele, o modelo de aprendizado de máquina precisa

ser simples e de rápido treinamento.

A Figura 4.1 mostra o cenário onde o mecanismo proposto é executado. Cada sensor

coleta um tipo de dado, ou atributo, referente a um dia e horário especí�cos, e o envia para

o gateway. Ogatewayé responsável por juntar os dados recebidos de todos os sensores em

um único registro por dia e horário. A marcação de dia e horário é chamada detimestamp.

Mais precisamente, cada registro é um conjunto de atributos coletados por sensores em
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Figura 4.1: Mecanismo de preenchimento de dados faltantes baseado em redes neurais.

um timestampespecí�co.

Em um determinadotimestamp, um registro pode ter dados faltantes, isto é, falta de

um ou mais atributos coletados por sensores. Por exemplo, na Figura 4.1, oSensor 1

falhou ao enviar a medição do atributoUmidade. Uma abordagem para lidar com isso é

ignorar o registro inteiro. Um problema com essa abordagem é que, ao descartar um regis-

tro inteiro, todas as outras medições válidas coletadas por sensores também são ignoradas.

Além disso, os registros podem ter valores faltantes devido a sensores dani�cados, o que

causaria a eliminação de dados por um longo período. Com relação à con�ança, descartar

esses registros pode di�cultar a identi�cação do sensor dani�cado, evitando que o gerente

de infraestrutura consiga rastrear tal sensor. Outro ponto negativo é que, se todos os regis-

tros que tiverem um ou mais atributos faltantes forem descartados, podem restar poucas

amostras válidas para serem utilizadas por uma aplicação de análise de dados, como será

mostrado no Capítulo 5. Por isso, em vez de descartar os registros, é importante preencher

os dados faltantes com valores apropriados, para garantir bom desempenho da análise de

dados.

Neste cenário, sempre que faltar algum atributo, ogatewayo preenche com um valor

apropriado e marca tal atributo do registro, antes de enviá-lo ao servidor de aplicação.

Essa marcação permite que a aplicação �que ciente de que tais valores não foram de fato

medidos por sensores. Quando ogatewaynão recebe nenhum atributo em umtimestamp

especí�co, apesar de preencher os valores, ele não envia esse registro para o servidor

de aplicação. Isto é feito para evitar o aumento de tráfego na rede com um registro com

todos os atributos estimados, que pode não ser útil para a aplicação. Neste caso, os valores

estimados para os atributos faltantes só são importantes para auxiliar ogatewaya melhorar

seu treinamento.
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4.2 Modelos de redes neurais propostos

Os gatewayspossuem recursos computacionais escassos e, por isso, é preciso que o

método para preencher os dados faltantes recebidos seja simples e leve, além de apresentar

estimativas de boa qualidade. Os algoritmos apresentados na primeira parte da Seção 3.2

possuem algumas desvantagens como o alto custo computacional e tempo de treinamento.

Por isso, neste trabalho, o mecanismo proposto é baseado em um modelo de regressão que

utiliza o MultiLayer Perceptron(MLP), descrito na Subseção 3.2.1. Como o MLP é uma

rede neural, ambos os termos serão usados ao longo do texto.

Dois modelos de redes neurais são implementados para estimar as medições espera-

das para cada atributo. Esses modelos possuem apenas uma camada oculta. Portanto, os

neurônios da camada oculta recebem e processam os dados da camada de entrada e os en-

viam para a camada de saída. O objetivo dessa escolha é fazer uma rede neural simples, de

forma a facilitar a implementação emgatewaysIoT com poucos recursos computacionais.

Os modelos propostos diferem entre si na quantidade de valores de entrada e no atri-

buto que ele representa. Cada atributoa terá seu modelo de rede neuralrn e seu próprio

conjunto de treinamentoCTa
rn . Uma amostra do conjunto de treinamentost 2 CTa

rn é o

vetor formado porn valores de entradaX t 2 IRn e o valor coletadoyt 2 IR no tempo

t. Ou seja,st = {x1, x2, ..., xn , yt }. Cada valor de entradax i 2 X t consiste em uma

mediçãoyt0 recebida em um tempot0 < t para o respectivo atributo. A partir desse con-

junto de treinamentoCTa
rn , a rede neuralrn será treinada para obter uma transformação

RN : IRn ! IR dada porRN (X t ), que será uma estimativa do seu respectivoyt emst .

O primeiro modelo de rede neural, chamado deRN 1, tem como entradas as medi-

ções dos três horários imediatamente anteriores ao horário desejado para um determinado

atributoa. Mais especi�camente, o vetor de entradaX de uma amostrast 2 CTa
RN 1 é

de�nido por: X = f yt � 3, yt � 2, yt � 1}. Esse modelo de rede neural consome pouca me-

mória RAM, dado que apenas os três últimos dados coletados precisam ser mantidos na

RAM. Assim, gera-se a estimativa do tempo atual sem precisar acessar a memória secun-

dária. No Capítulo 5, os resultados computacionais referentes ao consumo de memória

dos métodos serão apresentados.

O segundo modelo de rede neural, chamadoRN 2, possui quatro valores de entrada

para um determinado atributoa: os três valores de entrada utilizados no modeloRN 1

e a medição do mesmo horário do dia anterior. O vetor de entradaX de uma amostra

st 2 CTa
RN 2 é de�nido por:X = f yt � 24, yt � 3, yt � 2, yt � 1}.

Para o treinamento das redes, são consideradas apenas amostrasst nas quais todos os

xn e y possuem valores coletados. A Tabela 4.1 exempli�ca a base de dados de treina-

mento, que contém o histórico dos dados recebidos. As Tabelas 4.2 e 4.3 mostram os

conjuntos de amostras para treinamento dos modelos de rede neural, criados a partir da

Tabela 4.1. Na Tabela 4.2, as colunasyt � 3, yt � 2 e yt � 1 contém os valores de entrada, no
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caso, as três últimas medições recebidas. A colunayt contém o valor de saída original e a

colunat apresenta otimestampcorrespondente à saíday. A Tabela 4.3 possui as mesmas

colunas da Tabela 4.2 e a colunayt � 24, que contém o valor da medição do dia anterior.

Tabela 4.1: Exemplo da base para geração dos conjuntos de treinamento.

Índice Data Umidade
0 2011-10-01 7h 65,0
1 2011-10-01 8h 66,0
2 2011-10-01 9h
3 2011-10-01 10h 67,0
4 2011-10-01 11h
5 2011-10-01 12h 68,0
6 2011-10-01 13h 69,0
7 2011-10-01 14h
8 2011-10-01 15h
9 2011-10-01 16h 65,0
10 2011-10-01 17h 63,0
11 2011-10-01 18h 63,0
12 2011-10-01 19h
...

...
...

Índice Data Umidade
...

...
...

24 2011-10-02 7h
25 2011-10-02 8h 62,0
26 2011-10-02 9h 62,0
27 2011-10-02 10h 63,0
28 2011-10-02 11h 65,0
29 2011-10-02 12h 67,0
30 2011-10-02 13h 69,0
31 2011-10-02 14h
32 2011-10-02 15h 68,0
33 2011-10-02 16h 67,0
34 2011-10-02 17h 66,0
35 2011-10-02 18h 65,0
36 2011-10-02 19h 64,0

Na Tabela 4.1, é possível notar que alguns registros não apresentam valor, pois suas

medições não foram coletadas. Por isso, esses registros não podem ser usados para criar

amostras de treinamento que dependam deles. Um exemplo é o caso do registro de índice

31, pois sua falta inviabiliza a criação de amostras dost de índices 32, 33 e 34. Assim,

esse dado faltante implica 3 amostras a menos nos conjuntosCTa
RN 1 e d CTa

RN 2, como

mostrado nas Tabelas 4.2 e 4.3. Outros exemplos são a falta de medições dos índices 4 e

12. No entanto, esses dados faltantes só impactam noCTa
RN 2, pois são necessários para a

criação de amostras dost de índice 28 e 36, respectivamente. Assim, esses dados faltantes

fazem com queCTa
RN 2 seja menor queCTa

RN 1.

Tabela 4.2:CTa
RN 1 e t correspondente.

yt � 3 yt � 2 yt � 1 yt t
62,0 62,0 63,0 65,0 2011-10-02 11h
62,0 63,0 65,0 67,0 2011-10-02 12h
63,0 65,0 67,0 69,0 2011-10-02 13h
68,0 67,0 66,0 65,0 2011-10-02 18h
67,0 66,0 65,0 64,0 2011-10-02 19h

No caso ideal, com a base de dados completa (isto é, sem dados faltantes), o modelo

RN 1 possui 20 amostras a mais que oRN 2 para realizar o treinamento, visto que oRN 2

precisa de uma medição do dia anterior. No entanto, considerando o total de registros

da base de treinamento, que será apresentado na Seção 5.1, essa diferença é menor do
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Tabela 4.3:CTa
RN 2 e t correspondente.

yt � 24 yt � 3 yt � 2 yt � 1 y t
68,0 62,0 63,0 65,0 67,0 2011-10-02 12h
69,0 63,0 65,0 67,0 69,0 2011-10-02 13h
63,0 68,0 67,0 66,0 65,0 2011-10-02 18h

que 0,06%. É importante notar que o conjunto de amostras de treinamento doRN 2 é

um subconjunto do conjunto de amostras de treinamento doRN 1, pois oRN 2 precisa

das mesmas medições queRN 1 e a medição do horário do dia anterior. Ou seja, quando

existem dados faltantes, oRN 2tem todas as amostras que oRN 1, excluindo todas aquelas

cuja entrada do dia anterior está faltando.

Considerando a base de dados real utilizada neste trabalho, que será descrita no Capí-

tulo 5, e queCTa
RN 2 � CTa

RN 1, a Figura 4.2 mostra a razão do número de amostras usadas

no treinamento pelas redes neurais, em função da porcentagem de dados faltantes. Isto é,

mostra-se a quantidade de amostras de treinamento deRN 2 dividida pela quantidade de

amostras de treinamento deRN 1, considerando diferentes porcentagens de dados faltan-

tes na base de treinamento. É possível ver que a porcentagem de dados faltantes na base

está diretamente relacionada à diferença entre a quantidade de amostras de treinamento

das redes. Por exemplo, quando a base de dados possui 10% de dados faltantes,RN 2 tem

cerca de 90% das amostras de treinamento doRN 1, ou seja, 10% a menos de amostras.

Essa diferença na quantidade de amostras no conjunto de treinamento pode impactar o

tempo de execução do treinamento, como será visto na Seção 6.2.

Figura 4.2: Razão do número de amostras no treinamento.
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4.3 Implementação

Para a implementação dos modelos MLP, este trabalho utiliza o Scikit-learn 0.24.1[42],

que é uma biblioteca de aprendizado de máquina que implementa redes neurais. Na im-

plementação do MLP para modelos de regressão, a função de ativação na camada de saída

é a função identidade e a função de erro que deve ser minimizada é o erro quadrático. O

MLP é sensível à escala dos atributos da base de dados. Sendo assim, é necessário aplicar

alguma função de normalização para obter bons resultados. Neste trabalho, os dados da

base são transformados por meio da distribuição normal padrão, ou seja, eles possuem

média 0 e variância igual a 1.

Os hiperparâmetros que o Scikit-learn precisa para criar e treinar os modelos são des-

critos a seguir. A camada oculta possui 100 neurônios e a função de ativação nessa camada

é a ReLU [43], comf (x) = max(0; x). A ReLU retorna 0 quandox é negativo e o próprio

valor quandox é positivo. O algoritmo de otimização escolhido para otimizar os pesos é o

Adam [44], pois ele funciona bem em bases de dados grandes, com milhares de amostras

de treinamento, apresentando bom resultado e baixo tempo para convergência. A taxa de

aprendizado para atualizar os pesos é constante. O número de amostras de treinamento

usadas em uma iteração é de�nido pelo parâmetrobatch_size= min (200; n), onden é a

quantidade total de amostras.

O número máximo de iterações é 500. Com osolverAdam, esse número representa

a quantidade de épocas, ou seja, quantas vezes uma amostra será usada no treinamento,

e não o número de passos do gradiente. O parâmetrotol representa a tolerância para a

otimização. Com o parâmetroearly_stoppingativado, se o erro ou pontuação não estiver

melhorando de pelo menos o valortol após um número determinado de épocas consecu-

tivasn_iter_no_change, o MLP considera que alcançou a convergência e o treinamento é

�nalizado. A proporção de dados de treinamento utilizada como conjunto de validação é

de 0,1. Com oearly_stopping, o solver itera até convergir ou até que o número máximo

de épocas seja alcançado.

O parâmetrorandom_statepermite que os resultados sejam reproduzíveis. Ele de-

termina: os valores aleatórios para a inicialização dos pesos e obias; a separação dos

conjuntos de treinamento e validação (seearly_stoppingestiver ativado), e as amostras

do batch. O parâmetroshu�e ativado determina que as amostras devem ser embaralha-

das em cada iteração. O parâmetroalphacorresponde ao termo de regularização L2 (ou

Ridge) [45]. Esse termo impõe um custo na função de otimização, penalizando-a com o

objetivo de evitarover�tting no modelo. Para o otimizador Adam, são de�nidos os hiper-

parâmetrosbeta_1ebeta_2, que são as taxas de decaimento exponencial para estimativas

do vetor de primeiro e segundo momentos, respectivamente, e oepsilon, que é o valor para

estabilidade numérica.

Ambos os modelos de rede neural utilizam o mesmo conjunto de hiperparâmetros,
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listados na Tabela 4.4. Com exceção dos hiperparâmetrosalpha, beta_1e beta_2, que

estão com os valores padrão da ferramenta, os demais hiperparâmetros foram escolhidos

de forma empírica. Tal escolha foi realizada da seguinte forma. Os modelos foram treina-

dos com diferentes combinações de hiperparâmetros e testados na base de dados de teste.

Em seguida, a pontuaçãoR2 e o RMSE, métricas de avaliação que serão explicadas na

Seção 5.3, foram calculados utilizando os valores originais do banco de dados de teste

e os valores estimados. Assim, a combinação de hiperparâmetros que retornava a maior

pontuaçãoR2 e menorRMSEfoi escolhida para ser utilizada nos experimentos.

Tabela 4.4: Hiperparâmetros dos modelos propostos de redes neurais.

Parâmetro Valor Parâmetro Valor
hidden_layer_sizes 100 validation_fraction 0,1
activation ReLU tol 0,0001
solver Adam random_state 1
learning_rate_init 1 alpha 0,0001
batch_size min (200; n) beta_1 0,9
max_iter 500 beta_2 999
early_stopping True epsilon 1e-08
n_iter_no_change 4 shu�e True
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Capítulo 5

Metodologia de avaliação

Este capítulo apresenta a base de dados real empregada, descreve os experimentos con-

duzidos neste trabalho, os métodos de preenchimento utilizados como base de comparação

e as métricas de avaliação dos modelos.

5.1 Base de dados MonitorAr

Nesta dissertação, a base de dados utilizada foi a MonitorAr1. Ela contém os dados da

qualidade do ar da cidade do Rio de Janeiro, medidos por hora, em estações localizadas

em diferentes bairros da cidade. A base de dados contém séries históricas de atributos de

qualidade do ar e meteorológicos. Este trabalho utiliza os atributos de pressão atmosférica

(Pres)[mbar], temperatura (Temp)[°C] e umidade relativa do ar (UR)[%].

Os experimentos conduzidos neste trabalho utilizam os dados de 2011 a 2019 da es-

tação localizada no bairro de São Cristóvão. Tal estação possui registros completos, bem

como registros com dados faltantes em alguns atributos e lacunas entretimestamps. Essas

lacunas são horas consecutivas nas quais nenhum dado foi recebido. A Tabela 5.1 exem-

pli�ca a base de dados, com os três atributos utilizados. Como mencionado anteriormente,

os registros completos possuem valores em todos os atributos, como os dos índices 0, 5,

6 e 7 da Tabela 5.1. Já os registros incompletos são os que possuem algum dado faltante.

Ou seja, quando o registro referente a umtimestampestá com um ou mais atributos sem

medição, como os registros de índices 1 a 4 da Tabela 5.1. As lacunas entretimestamps

ocorrem quando registros consecutivos não constam na base de dados, por alguma falha.

Como exemplo, a data do registro de índice 6 está 11 registros à frente da data do registro

de índice 5, visto que é esperado um registro por hora. Ou seja, os registros de �2011-10-01

13h� a �2011-10-01 23h� estão faltando.

Para realizar uma comparação mais justa entre os anos utilizados e garantir que a base

contenha todas as datas e horários esperadas, executa-se um preprocessamento dos dados.

1https://www.data.rio/datasets/qualidade-do-ar-dados-horários

25



Tabela 5.1: Exemplo da base de dados MonitorAr.

Índice Data Pres Temp UR
0 2011-10-01 7h 1001,0 25,36 60,50
1 2011-10-01 8h 26,36 61
2 2011-10-01 9h 1001,43 61
3 2011-10-01 10h 1001,98 27,16
4 2011-10-01 11h
5 2011-10-01 12h 1002,3 28,2 70
6 2011-10-02 0h 1000,5 25,2 69,8
7 2011-10-02 1h 1000,4 25,24 69,9

Nessa execução, a base de dados é ordenada por data e inserem-se registros vazios para

preencher as lacunas de datas que não existem na base de dados. No exemplo da Tabela 5.1,

o preprocessamento consiste em inserir os registros de �2011-10-01 13h� até �2011-10-

01 23h�, com os valores de todos os atributos vazios. Assim, o registro será similar ao

registro de índice 4. Após o preprocessamento, cada dia possui 24 registros, isto é, um

registro por hora. Assim, os anos possuem 8760 ou 8784 registros, dependendo se o ano

é bissexto ou não.

A Tabela 5.2 mostra o percentual de dados faltantes para cada atributo da estação de

São Cristóvão, nos anos analisados. Mais especi�camente, essa tabela mostra a quanti-

dade de registros sem um determinado atributo dividida pela quantidade total de registros

esperados para cada ano. A análise da Tabela 5.2 mostra ainda que o problema de dados

faltantes é grave nessa estação, especialmente nos anos de 2017 a 2019. Considerando

todo o intervalo entre 2011 e 2019, o número de registros com pelo menos um atributo

faltante, não mostrado nessa tabela, representa 16,8% do número total de registros. Se

esses registros incompletos forem excluídos, as demais medições dos sensores serão per-

didas e então a aplicação terá menos dados para analisar. Tal fato evidencia a importância

do preenchimento de dados faltantes.

Tabela 5.2: Porcentagem de dados faltantes da estação São Cristóvão (%).

Atributo 2011 2012 2013 2014 2015 2016 2017 2018 2019
Pres 0,96 1,42 4,41 5,08 2,40 4,94 0,35 0,76 3,05
Temp 0,74 0,54 3,38 4,59 2,71 5,73 1,67 30,78 52,36
UR 0,78 0,54 3,96 4,54 2,71 5,54 8,96 44,26 75,49

A análise deste trabalho consiste em variar a porcentagem de dados faltantes, remo-

vendo medições válidas, para veri�car a e�cácia da metodologia proposta. Neste trabalho,

os termos dados faltantes e perdas são utilizados como sinônimos, sendo de�nidos como

dados que não possuem valores. Como a porcentagem de dados faltantes de 2017 a 2019

já é muito alta, não é viável introduzir mais dados faltantes na base. Nesse caso, restariam

poucos valores originais e também não seria possível simular um cenário com poucos
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dados faltantes, visto que a menor porcentagem possível já seria alta. Um exemplo é a

umidade em 2019, que possui mais de 75% de dados faltantes. Por isso, para o experi-

mento, foram escolhidos os anos de 2011 a 2016. Como a média de dados faltantes nesses

anos é de aproximadamente 3,2%, é possível introduzir mais dados faltantes na base.

A Tabela 5.3 mostra as estatísticas da base de dados, considerando os anos de 2011

a 2016. A coluna CV representa o coe�ciente de variação, que é o resultado do desvio

padrão dividido pela média. Esse resultado permite a comparação entre os atributos. Por

exemplo, os atributos Pressão atmosférica e Temperatura possuem valores próximos de

desvio padrão. No entanto, como eles estão em ordens de magnitude diferentes, o CV

mostra que a variabilidade da Pressão atmosférica é bem menor que a da Temperatura.

Essa medição ajuda a entender os resultados experimentais do Capítulo 6.

Tabela 5.3: Estatísticas dos dados da base MonitorAr (2011 to 2016).

Atributo Média Mínimo Máximo Desvio Padrão CV (%)
Pres [mbar] 1014,94 999,00 1032,33 4,81 0,47
Temp [°C] 27,24 8,07 49,08 4,98 18,28
UR [%] 73,42 11,98 100,00 17,17 23,39

Dados faltantes podem ocorrer isoladamente ou em rajadas. Quando o dado faltante

está isolado, isto é, existem valores no respectivo atributo notimestampanterior e posterior

a ele, ele é chamado de perda isolada. Já o tamanho da rajada corresponde ao número

de valores faltantes consecutivos para cada atributo. Uma perda isolada é equivalente a

uma rajada de tamanho igual a um. Para a base de dados considerada, isto é, dos anos

de 2011 a 2016, a Figura 5.1 apresenta a probabilidade cumulativa para cada tamanho

de rajada. Ou seja, apresenta-se a fração das rajadas que são iguais ou menores a um

determinado tamanho. A �gura mostra que parte signi�cativa das dados faltantes possui

tamanhos de rajada menores. No entanto, ainda existe um número não desprezível de

rajadas grandes. A análise das rajadas de dados faltantes é importante, pois elas podem

impactar nas estimativas geradas pelo modelo. Um exemplo disso é um modelo que precisa

das três medições imediatamente anteriores para estimar o valor atual, que é o primeiro

dado faltante em uma rajada de tamanho cem. A partir do quarto dado faltante da rajada,

o modelo passa a utilizar como dados de entrada apenas as estimativas que ele próprio

gerou, e não mais medições reais. Essa situação faz com que os erros das estimativas

sejam propagados, gerando estimativas de baixa qualidade. Por esse motivo, um modelo

para preenchimento de dados faltantes deve ser capaz de lidar com diferentes tamanhos de

rajadas.
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Figura 5.1: Probabilidade cumulativa do tamanho de rajada (2011 até 2016).

5.2 Inserção dos dados faltantes

Os experimentos deste trabalho consistem em veri�car como a porcentagem de dados

faltantes na base de dados impacta os resultados de cada método de preenchimento. Para

isso, o desempenho de cada método é avaliado considerando diferentes porcentagens (5%,

10%, 25% e 50%) de dados faltantes. Por exemplo, se a base de dados completa conti-

ver 100 registros, 10% de dados faltantes signi�ca que dez valores de cada atributo não

possuem valores, como detalhado a seguir.

Como a base de dados MonitorAr possui medições reais, ela já contém alguns da-

dos faltantes nos registros, como mostrado na Seção 5.1. Por isso, para cada atributo do

registro, o primeiro passo é veri�car a porcentagem original de dados faltantes. Essa in-

formação é necessária para saber a quantidade de dados que deverá ser removida da base

de dados para alcançar a porcentagem de dados faltantes desejada. Em seguida, utilizando

uma distribuição uniforme, são escolhidos aleatoriamente registros com valores para se-

rem removidos da base de dados. Para todas as porcentagens de dados faltantes, esse

procedimento é executado 50 vezes. A base de dados é então dividida entre treinamento e

teste. A base de treinamento contém os dados dos anos de 2011 a 2014, enquanto a base

de teste contém os dados dos anos de 2015 a 2016.

As Figuras 5.2 e 5.3 mostram a probabilidade cumulativa do tamanho da rajada, para

todos os atributos, da base de teste original (5.2) e de uma das 50 amostras geradas após

a inserção de dados faltantes (5.3), quando a base contém 5%, 10%, 25% e 50% de da-

dos faltantes. O comportamento observado é similar nas demais amostras. A Figura 5.2

mostra que, para a temperatura e a umidade, a probabilidade de ocorrer perdas isoladas é

aproximadamente 55%, enquanto os demais tamanhos de rajadas estão mais distribuídos.

A pressão atmosférica não possui perdas isoladas originalmente, porém a probabilidade

de ocorrerem rajadas de tamanho até dez ainda é signi�cativa.
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Figura 5.2: Probabilidade cumulativa do tamanho de rajada da base de teste original (2015
a 2016).

(a) 5% de dados faltantes. (b) 10% de dados faltantes.

(c) 25% de dados faltantes. (d) 50% de dados faltantes.

Figura 5.3: Probabilidade cumulativa do tamanho de rajada após inserção de dados faltan-
tes.

Já na Figura 5.3, é interessante notar que as curvas dos três atributos possuem com-

portamentos similares, ou seja, com probabilidades cumulativas próximas, conforme a

porcentagem de dados faltantes. Além disso, a probabilidade de ocorrência de perdas

isoladas quando a base possui 5% e 25% de dados faltantes é maior que 94%, o que é

signi�cativamente maior do que na base de teste original. Com 10% de dados faltantes,

essa porcentagem é ainda maior, aproximadamente 98%. Já quando há 50% de dados fal-

tantes, a porcentagem de perdas isoladas diminui, porém ainda correspondem a mais de
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70%. Esse comportamento ocorre pois a inserção de dados faltantes para alcançar a por-

centagem desejada é feita de forma aleatória, seguindo uma distribuição uniforme. Todos

os casos mostram que, mesmo após a inserção de dados faltantes na base, as rajadas com

tamanhos até três representam maior parte dos dados faltantes, similar à base de dados de

teste, para os atributos temperatura e umidade.

5.3 Métodos de preenchimento para comparação

Para preencher os dados faltantes na base de dados, os modelos de rede neural propos-

tos são comparados com os métodos abaixo:

1. Média de todos os valores recebidos(Média_total)- o valor faltante é substituído

pela média de todos os valores recebidos anteriormente para o atributo desejado.

2. Média das entradas doRN 1 (Média_3v)- o valor faltante é substituído pela média

das entradas da rede neuralRN 1, ou seja, a média das medições dos três últimos

horários do atributo desejado.

3. Média das entradas doRN 2 (Média_4v)- o valor faltante é substituído pela média

das entradas da rede neuralRN 2, ou seja, a média das medições dos três últimos

horários e do mesmo horário do dia anterior, referente ao atributo desejado.

4. Repetição do último valor recebido (ÚltimoValor) - o valor faltante é substituído

pelo último valor recebido, referente ao atributo desejado.

A substituição de um dado faltante pela média de todos os valores recebidos daquele

atributo (Média_total)é um método simples e muito utilizado. Porém, os experimen-

tos mostram que ele teve o pior desempenho, como esperado [4], visto que ele distorce

a distribuição de probabilidade do atributo. Por isso, seus resultados não serão mostra-

dos. Os métodos(Média_3v)e (Média_4v)foram escolhidos para analisar se é realmente

necessário criar um modelo de rede neural para preencher dados faltantes ou se a média

simples dos valores de entrada utilizados porRN 1 eRN 2 já produzem boas estimativas.

Já o método que repete o último valor recebido (ÚltimoValor) foi escolhido devido a sua

simplicidade. Esse método representa um baixo uso de processamento e memória, pois

ele precisa armazenar apenas um valor e realiza a operação simples de repeti-lo. Por ser o

mais simples dos métodos, ele será utilizado como método base para a análise dos recursos

computacionais.

5.4 Métricas de avaliação dos modelos

Como mostrado no Capítulo 2, existem diversos métodos para preencher os dados fal-

tantes de uma base de dados. No entanto, é necessário avaliar a qualidade das estimativas
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de um determinado método, de forma a justi�car seu uso. Este trabalho utiliza duas métri-

cas para avaliação dos métodos: Coe�ciente de determinação (R2) e Raiz do Erro Médio

Quadrático (RMSE- Root Mean Square Error).

O coe�ciente de determinação, também chamado deR2, indica o quanto um modelo

de estimativa se ajusta aos dados, baseado na variância dos dados. Ela mostra o quão

próximos os dados estimados estão dos dados de treinamento. Sejan o total de amostras,

ŷi o valor estimado dai -ésima amostra,yi o valor verdadeiro correspondente e�y a média

dasn amostras. O cálculo deR2 é de�nido como:

R2(y; ŷ) = 1 �
P n

i =1 (yi � ŷi )2

P n
i =1 (yi � �y)2

; (5.1)

onde
P n

i =1 (yi � ŷi )2 =
P n

i =1 � 2
i , ou seja, a soma dos quadrados dos erros.

A métricaR2 quanti�ca o quanto a variância da saída y é explicada pelas variáveis

independentes no modelo. Assim, oR2 é uma indicação de quão bem as amostras desco-

nhecidas podem ser estimadas ao se utilizar o modelo, variando entre 0 e 1, sendo 0 o pior

valor possível e 1 o melhor valor. Apesar disso, um valor alto deR2 não garante neces-

sariamente que o modelo ajuste bem os dados, pois seu resultado depende do número de

amostras. Assim, é possível aumentá-lo ao se adicionar mais amostras, mesmo que elas

não sejam signi�cativas para o modelo. Da mesma forma, um valor baixo deR2 não sig-

ni�ca um modelo ruim, pois pode ter sido causado por algumoutlier nos dados que não

se ajusta ao modelo. Por esses motivos, o coe�ciente de determinaçãoR2 não deve ser

utilizado isoladamente para avaliar um modelo, mas sim em conjunto com outras métricas

que analisam os erros do modelo.

A Raiz do Erro Quadrático Médio (RMSEdo inglêsRoot Mean Square Error) é uma

das formas de medir o erro de um modelo de estimativas. Ele representa a raiz da média

quadrática da diferença entre os valores estimados e os valores reais. Mais precisamente,

ele indica o quão espalhados os erros estão, ou o quão concentrados os dados estão da reta

de melhor ajuste. Sejan o total de amostras,̂yi o valor estimado dai -ésima amostra eyi

o valor verdadeiro correspondente. ARMSEé de�nida como:

RMSE(y; ŷ) =

vu
u
t 1

n

n� 1X

i =0

(yi � ŷi )2; (5.2)

onde
P n� 1

i =0 (yi � ŷi )2 =
P n

i =1 � 2
i , ou seja, a soma dos quadrados dos erros.

A RMSEé sempre não-negativa, sendo 0 o melhor valor possível, indicando um ajuste

perfeito do modelo nos dados. Por isso, quanto menor o valor deRMSE, melhor o modelo.

A RMSEdeve ser utilizada para comparar erros de diferentes modelos em um determinado

conjunto de dados, e não entre diferentes conjuntos de dados, dado que ele é dependente

de escala. Além disso, como os erros são elevados ao quadrado antes do cálculo da média,

se houver umoutlier nos dados, ele terá um maior peso, o que prejudicará a métrica.
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Capítulo 6

Análise dos resultados

Os experimentos desta dissertação utilizam os dados dos anos de 2011 a 2014 da base

de dados MonitorAR para treinar os modelos de rede neural. Todos os métodos para preen-

chimento de dados faltantes são testados utilizando os anos de 2015 e 2016. Cada método

estima e preenche um valor para o dado faltante assim que o registro chega nogateway,

respeitando a ordem dos dias e horários. Assim, apenas registros anteriores ao registro

do timestampatual são utilizados para fazer as estimativas. Como mencionado anterior-

mente, os dados da base são transformados por meio da distribuição normal padrão, ou

seja, eles possuem média 0 e variância igual a 1.

As seções a seguir apresentam os resultados das métricas de avaliação dos métodos de

preenchimento, a análise do tempo de execução e a quantidade de memória utilizada por

cada um dos métodos. Além disso, realiza-se um experimento sobre o treinamento das

redes neurais com uma porcentagem �xa de dados faltantes. Todos os resultados apresen-

tados são expressos com a média das 50 amostras e com intervalo de con�ança de 95%,

apesar de serem imperceptíveis em algumas �guras.

6.1 Avaliação da qualidade das estimativas

Para avaliar o desempenho dos métodos de preenchimento de dados faltantes são utili-

zadas as métricas coe�ciente de determinação (R2) e RMSE. A Figura 6.1 mostra a pontu-

açãoR2 dos métodos de preenchimento para os atributos pressão atmosférica, temperatura

e umidade, respectivamente. A �gura mostra os resultados quando se varia a porcentagem

de dados faltantes no conjunto de treinamento e de teste simultaneamente.

Os métodosRN 1, RN 2, eÚltimoValor alcançaram altos valores deR2 para a pressão

atmosférica (Figura 6.1a). Como mostrado na Tabela 5.3, a variabilidade (CV) da pressão

atmosférica é baixa e, por isso, a repetição do último valor recebido pode representar uma

boa estimativa. No entanto, essa característica não se aplica aos outros atributos. Conse-

quentemente, para a temperatura (Figura 6.1b) e umidade (Figura 6.1c), a diferença entre
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(a) Pressão atmosférica. (b) Temperatura.

(c) Umidade.

Figura 6.1: Avaliação doR2

os modelos de rede neural e oÚltimoValor é mais signi�cativa do que no caso da pressão

atmosférica. Além disso, esses resultados mostram que utilizar a medição do mesmo horá-

rio do dia anterior não auxilia oRN 2 na estimativa, visto que oRN 1 é mais simples e seu

desempenho é estatisticamente próximo ao deRN 2. Diferentemente dos modelos de rede

neural, aMédia_4vteve resultado melhor do que aMédia_3vna temperatura e umidade.

No entanto, os métodosMédia_3veMédia_4vapresentam desempenho muito inferior aos

das redes neurais correspondentes (RN 1 e RN 2). Isso justi�ca o uso das redes neurais

propostas para estimar dados faltantes, ao invés de médias simples.

A Figura 6.2 complementa os resultados anteriores, apresentando oRMSEcalculado

para cada atributo, quando a porcentagem de dados faltantes é variada. Os métodosMé-

dia_3veMédia_4vtiveram os piores valores deRMSE, em todos os atributos. Já o método

ÚltimoValor foi melhor queMédia_3veMédia_4v. Porém, seuRMSEtambém é pior que

o doRN 1 e RN 2 em todos os atributos. Comparando apenas os modelos de rede neu-

ral, os valoresRMSEestão próximos uns dos outros, para todos os atributos, em todas as

porcentagens testadas. Isso mostra que a adição de mais um dado de entrada noRN 2 não

auxilia esse modelo.

Pelos resultados apresentados nas Figuras 6.1 e 6.2, é possível notar que a porcentagem

de dados faltantes impacta pouco o desempenho dos métodos, já que os valores deR2 não

diminuem signi�cativamente conforme a porcentagem de dados faltantes aumenta. Além

disso, os valores de RMSE também se mantém próximos em todas as porcentagens de
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(a) Pressão Atmosférica. (b) Temperatura.

(c) Umidade.

Figura 6.2: Avaliação doRMSE

dados faltantes, para cada método. Esse comportamento é esperado, visto que a inserção de

dados faltantes no conjunto de testes, feita de forma aleatória, manteve o fato de existirem

muitos dados faltantes isolados. Assim, como mostrado na Figura 5.1, a probabilidade de

ocorrer um dado faltante isolado é maior que rajadas de perda de outros tamanhos, o que

pode evitar que os erros das estimativas sejam propagados.

Outra forma de comparar os métodos de preenchimento é analisar a relação entre os

valores originais e os valores estimados. Essa relação pode ser visualizada em um grá�co,

no qual o eixox representa os valores originais e o eixoy os valores estimados. No modelo

perfeito, o valor estimado deve ser igual ao valor original. Nesse caso, os pontos fazem

parte da retay = x. A Figura 6.3 mostra essa relação para o atributo umidade de uma

amostra, utilizando os métodos de preenchimento discutidos anteriormente. Os pontos

mostrados referem-se aos dados faltantes inseridos aleatoriamente para alcançar a porcen-

tagem de 50% de dados faltantes na base. Nessa �gura, os valores do atributo estão na sua

magnitude original, ou seja, não foram transformados pela distribuição normal padrão. É

possível ver que, com os métodosRN 1 e RN 2, os pontos estão mais concentrados ao

longo da reta ideal, se comparados com os demais métodos.

A Figura 6.4 mostra o grá�co de resíduos, isto é, a diferença entre os valores originais e

os valores estimados. Nessa �gura, os valores do atributo também estão na sua magnitude

original. Como no RMSE, quanto mais próximos de 0 os pontos estão, melhor é o modelo.
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